Universidad
de Medellin

Ciencia y Libertad

*

Diseno de un modelo de prondstico para la mejora de
las ofertas comerciales en el Mercado Eléctrico

Mayorista de México: Caso MVM

Agustin José Mazzeo

Universidad de Medellin
Facultad de Ingenierias, Maestria en Ingenieria de Software
Medellin, Colombia
2019



Diseno de un modelo de prondstico para la mejora de
las ofertas comerciales en el Mercado Eléctrico

Mayorista de México: Caso MVM

Agustin José Mazzeo

Trabajo de grado presentado como requisito parcial para optar al titulo de:
Magister en Ingenieria de Software

Directora:
PhD. Lina Maria Septulveda Cano
Co-director:
MSec. Ricardo Alonso Gallego Burgos

Linea Tematica:
Analitica de negocios aplicada al sector de energia

Universidad de Medellin
Facultad de Ingenierias, Maestria en Ingenieria de Software
Medellin, Colombia
2019



Agradecimientos

Este trabajo de investigacién no habria sido posible sin la ayuda y la guia de muchos. Agra-
dezco a mi directora de proyecto la PhD. Lina Maria Sepulveda Cano por su colaboracién,
permanente predisposicién y dedicacion que resultaron indispensable para la concrecién de
este trabajo; a mi co-director de proyecto el MSc. Ricardo Alonso Gallego Burgos por su
apoyo y tiempo para discutir y perfeccionar este trabajo; a la PhD. Luisa Fernanda Villa
Montoya del Programa Ingenieria de Sistemas de la Facultad de Ingenieria de la Universidad
de Medellin por sus valiosas sugerencias y comentarios que permitieron refinar varias ideas
para el desarrollo del articulo de revision sistematica de literatura. Agradezco a la Univer-
sidad de Medellin y a MVM Ingenieria de Software SAS que me otorgaron el apoyo y los
recursos necesarios para poder dedicarle tiempo a la investigacion. Finalmente, y no menos
importante, destaco que no hubiera sido posible llevar a cabo la realizacion de la maestria y
de este trabajo de investigacion sin el apoyo y comprensién de mi esposa Adriana, mis hijas
Melanie y Luciana y mi madre.



v

Resumen

El presente trabajo de investigacion revisa los modelos desarrollados para el prondstico de
consumos y precios de energia eléctrica, las variables utilizadas y las métricas de error para
medir la precision de dichos modelos. Tiene como objetivo proponer un nuevo modelo de
pronostico que tenga el menor error posible en su prediccién para la variable eléctrica precio
marginal local para el mercado eléctrico mexicano. Este modelo se utilizara como base para
que, en un futuro cercano, MVM Ingenieria de Software S.A.S. desarrolle el médulo o pro-
ducto a incorporar en plataforma Energy Suite que le permita adquirir capacidades analiticas.

Palabras clave: Modelos de Previsiéon, Precio Marginal Local, Corto plazo, Mercado

Eléctrico Mayorista, México.

Abstract

The following research work analyses the models developed for the forecast of consumption
and prices of electric power, the variables used and the error measures that are used to
calculate the accuracy of these models in order to elaborate a new forecast model with the
smallest possible error in its prediction for the local marginal price electrical variable for
the Mexican power market. This model will become the foundation over where “MVM In-
genieria de Software S.A.S.”, in the near future, will develop the module or product to be
incorporated in the Energy Suite platform allowing it to acquire analytical capabilities.

Keywords: Forecast models, Local Marginal Price, Short-Term, Wholesale Energy
Market, Mexico.
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1. Introduccion

El presente proyecto de investigacion tiene como principal objetivo proponer un nuevo
modelo de prondstico para las variables eléctricas, como el consumo de energia o el precio de
energia del sector eléctrico, que obtenga la mayor precision posible. Puntualmente, pretende
responder a la necesidad de contar con un modelo de prondstico para la plataforma Energy
Suite de MVM Ingenieria de Software S.A.S. que permita a los suministradores calificados
del Mercado Eléctrico Mayorista (MEM) de México mejorar su posicién competitiva en las
operaciones de compra y venta de energia.

Por lo tanto, el planteamiento y desarrollo de este trabajo de investigacién se fundamenté
en la siguiente pregunta de investigacién: ;Qué modelos o técnicas de prondstico pueden ser
empleados para pronosticar las variables eléctricas que permitan establecer una adecuada
oferta por parte de un participante del MEM de México y que a su vez permitan ampliar la
linea base tecnologica de la plataforma FEnergy Suite de MVM?

Para el desarrollo de este trabajo, se plantearon dos hipdtesis de investigacién:

= La descomposicion de la serie de tiempo a pronosticar por tipo de dia y hora mejora
la precision del modelo de prondstico.

= La utilizacion de modelos hibridos mejora la precision con respecto a los que no lo son.

Para lograr el objetivo general se planteé una metodologia con cuatro fases, donde en cada
fase se respondié un objetivo especifico. La primera fase tuvo como objetivo determinar qué
modelos o técnicas de prondstico y qué caracteristicas se han utilizado, con el fin de tener una
base de conocimiento para apoyar la fase de diseno del modelo de pronéstico del proyecto.
En la siguiente fase se identificaron los requisitos funcionales y no funcionales que deben
ser incorporados en la plataforma FEnergy Suite de MVM, con el fin de tener los insumos
necesarios para el diseno del modelo de prondstico. El diseno del modelo de prondstico, con
el cual los suministradores calificados del MEM de México puedan contar con la informacién
pronosticada con el fin de lograr un mejor desempeno econémico en la compra y venta
de energia, constituyé la tercera fase. Y en la cuarta y ultima fase se buscé validar, con
especialistas del MEM de México de MVM, la pertinencia del modelo de pronéstico elaborado
a fin de poder determinar y cuantificar los resultados obtenidos.

Para la gestion y desarrollo del proyecto de investigacion se utilizéo una adaptacién de la
metodologfa SCRUM !. Para las fases 2, 3 y 4, se hizo uso de la metodologia Cross Industry

Marco de trabajo para desarrollo 4gil de software



2 1 Introduccién

Standard Process for Data Mining (CRISP-DM 2), con excepcién de la fase de Despliegue.

Finalmente, el presente documento de investigacion se estructurd en cinco capitulos que
se resumen a continuacion:

El Capitulo 2 describe el planteamiento del problema, su contextualizacién y la propuesta
para resolverlo. Asimismo, se enuncian la pregunta de investigacién, las hipétesis planteadas,
el alcance, la justificacion de la realizacion, el objetivo general y los objetivos especificos.

El Capitulo 3 detalla la fundamentacién tedrica de este trabajo de investigacion, la cual
se desarroll6 en la fase 1 de la metodologia con la realizaciéon de una revision sistematica de
literatura (RSL).

El Capitulo 4 describe el marco metodoldgico en el cual se llevaron a cabo las fases 2, 3 y
4 del proyecto de investigacion con base en CRISP-DM. Asi, en la fase 2, se realizaron las
actividades de la fase de entendimiento del negocio, a través de talleres para definir los
escenarios y necesidades del modelo de pronésticos que se requieren para el mercado eléctrico
mexicano. A partir de esta definicion, el encargado de la plataforma de Energy Suite de MVM
determiné al precio marginal local como variable eléctrica a trabajar en los prondsticos.
Posteriormente se dio comienzo a la fase 3, que incluye las fases de entendimiento de los
datos, preparacion de los datos y modelado. Finalmente, en la fase 4 se ejecut6 la fase
evaluacion del modelo, en forma conjunta con los especialistas de MVM, a partir de la
presentacion y evaluacién de los resultados finales de los modelos de pronéstico desarrollados.

El Capitulo 5 expone los resultados del desarrollo del proyecto de investigacién en donde se
muestra la precision de la medicién a través de las métricas de error MAE, MAPE y RMSE
para todos los modelos y su desempeno en cuanto a la duracion o tiempo de ejecucion de
cada modelo.

Para terminar, el Capitulo 6 presenta las conclusiones, recomendaciones y trabajos futuros
producto de la realizacion del trabajo de investigacion.

2Modelo estédndar abierto del proceso que describe los enfoques comunes que utilizan los expertos en minerfa
de datos



2. Contextualizacion

2.1. Introduccion

El presente capitulo tiene como objetivo contextualizar al lector en el problema de in-
vestigacion del trabajo de grado, desde lo global a lo particular, definiendo los aspectos a
resolver, la justificacién, la pregunta de investigacion, las hipdtesis y los objetivos.

2.2. Contextualizacion del problema

En la actualidad, uno de los factores clave para el desarrollo de cualquier sector de la
economia de un pafs es contar con informaciéon en el momento oportuno y con nivel de
calidad adecuado que permita un andlisis consistente para la toma de decisiones [1]. El caso
del Sector Eléctrico no es la excepciéon y en particular en el MEM donde los participantes
o agentes, segtin el pais, desempenan diferentes roles en la cadena productiva. Para todos
ellos, es igualmente importante validar la informacion de las transacciones, ya que supone
riesgos asociados a sus actividades operativas y comerciales de compra y venta de energia
2].

El desempeno empresarial de un suministrador calificado depende de la eficiencia que tenga
en el momento de realizar compras y/o ventas de energia tanto a través de contratos como
en el mercado spot o bolsa de energia (ofertas de compra-venta) y para esto es necesario
contar con informacién de prondsticos de ciertas variables del mercado entre las cuales se
encuentran el consumo de energia eléctrica y el precio marginal local para cada nodo. Debido
a lo anterior, para el suministrador calificado, resulta vital realizar prondsticos de tal forma
que pueda mejorar su posicién competitiva en el MEM. Sin embargo, en la actualidad se le
presentan las siguientes dificultades: ausencia de conocimientos y mecanismos tecnolégicos
que permitan gestionar la gran cantidad de informacién propia, la del operador del mercado
eléctrico y proveniente de otras fuentes como reguladores, entidades financieras, entre otras,
y la falta de modelos de prondsticos confiables y precisos [2, 3, 4, 5].

Esto se debe a diferentes causas. Entre ellas, es muy compleja la consolidacion y consisten-
cia de los datos por el alto volumen de uso de hojas de célculo para gestionar la informacién
de las variables eléctricas. Ademads, existe desconocimiento por parte del personal técnico de
las empresas suministradoras calificadas de modelos y técnicas de prondstico que les permi-
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tan crear modelos precisos y confiables [6]. A la vez, no se cuenta con procesos que verifiquen
la calidad de los datos ni con esquemas de seguridad adecuados para su gestion, ya que el
procesamiento de la informacion se hace por medio de herramientas ofiméticas, donde el
nivel de seguridad es muy bajo. Conjuntamente, la no existencia de esquemas estructurados
de almacenamiento de la informaciéon hace que exista un alto riesgo de pérdida de infor-
macion o modificaciones involuntarias y por lo tanto no se puede realizar una trazabilidad
adecuada, limitando severamente la posibilidad de gestionar apropiadamente la redundancia
e integracion de dicha informacion.

Los efectos de esta situacion para los suministradores calificados son diversos. Entre ellos
pueden senalarse, gestién ineficiente de la energia eléctrica y los recursos de la empresa;
penalizaciones econémicas por parte del regulador del mercado por no cumplir con los re-
querimientos de suministro de informacién de prondstico oportuna y con la calidad requerida;
pérdidas econémicas debido a los sobre-costos y pérdidas en las compras y ventas de energia
eléctrica que permitan cumplir los contratos establecidos con sus agentes consumidores. En
sintesis, se ve afectado el desempeno financiero de la empresa debido a una mala negociacion
en la compra y venta de energfa, de manera tal que hasta puede llevarla a la quiebra [7].

2.3. Planteamiento del problema

Lo descrito en las lineas de arriba y un MEM naciente como el de México (a través de
la Ley de Industria Eléctrica DOF 2014 08 11 ! han generado oportunidades para que la
empresa MVM Ingenieria de Software S.A.S. (MVM) haya comenzado a incursionar en el
desarrollo de productos y servicios especializados que superen todos los desafios de gestion
y procesamiento de informacién que dicho mercado requiere. Por tal motivo, el propdsito
de este proyecto de investigacion, a través de un estudio de caso, es disenar el modelo de
pronéstico que tome informacion de diversas fuentes para que los suministradores calificados
del MEM de México cuenten con informacion para decidir cémo comprar y vender energia
de la forma més 6ptima tanto en sus contratos como en la bolsa de energia, de manera
que se amplie la linea base tecnolégica con capacidades de analitica para los productos que
componen la plataforma Energy Suite de MVM.

2.4. Pregunta de investigacion

Con base al problema planteado, este proyecto de investigaciéon buscar dar respuesta a la
siguiente pregunta de investigacion:

thttp://www.cenace.gob.mx/Docs/MarcoRegulatorio/Leyes/Ley de la Industria Eléctrica DOF 2014 08
11.pdf - Consultado el 05/05/2018



2.5 Hipdtesis 5

. Qué modelos o técnicas de prondstico pueden ser empleados para pronosticar las variables
eléctricas que permitan establecer una adecuada oferta por parte de un participante del MEM
de México y que a su vez permitan ampliar la linea base tecnolégica de la plataforma Energy

Suite de MVM?

2.5. Hipétesis

Para el trabajo de investigacién se plantearon las siguientes hipdtesis:

H1: la descomposicién de la serie de tiempo mejora la precisién de los prondsticos de las
variables eléctricas, consumos de energia o precio marginal local, para la compra y
venta de energia eléctrica en el mercado eléctrico mexicano.

H2: los modelos hibridos permiten obtener mejores resultados sobre aquellos que no lo son
en los prondsticos de las variables eléctricas, consumos de energia o precio marginal,
para la compra y venta de energia eléctrica en el mercado eléctrico mexicano.

2.6. Alcance

El alcance del proyecto es proponer y validar un modelo de prondsticos para que los
participantes del mercado eléctrico puedan contar con informacién predictiva para la toma
de decisiones y sirva de base para desarrollar las capacidades analiticas de la plataforma
Energy Suite de MVM. Dicha validacion serd realizada con los especialistas del negocio del
MEM de MVM.

Cabe senalar que queda por fuera desarrollar una implementacién a nivel comercial y/o
moédulo que se integre a la plataforma Energy Suite de MVM por el tiempo que esto im-
plicarfa. Asimismo, no esta contemplado realizar una validaciéon con una empresa del sector
eléctrico ya que, como se especificé anteriormente el trabajo que se llevara a cabo con los
expertos de MVM. Finalmente, se utilizaran solo técnicas que cuenten con algoritmos dis-
ponibles en los paquetes del lenguaje R 2 sin profundizar en el desarrollo de algoritmos
nuevos.

2.7. Justificacion

MVM ha desarrollado la plataforma Energy Suite con el propésito de generar valor para
las empresas del sector eléctrico, apoyando sus procesos de negocio. Debido a la experiencia y
conocimiento que tiene MVM del MEM y al naciente MEM de México, se ha identificado una

2R es un entorno y lenguaje de programacién con un enfoque al analisis estadistico
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oportunidad para ampliar las capacidades tecnologicas de la plataforma Energy Suite. Por
ello, se propone este proyecto de investigacién con el fin de ampliar la linea base tecnoldgica
de la plataforma que permita a los suministradores calificados contar con informacién de
pronosticos de variables eléctricas, como consumos de energia eléctrica o precio marginal
local, que los habilite para realizar mejores ofertas de compra y venta de energia en dicho pais,
y mejorar su desempeno empresarial al optimizar el uso de sus recursos y evitar sanciones por
el ente regulador por no proveer la informacién de pronésticos de acuerdo con lo estipulado
por la ley. Finalmente, la incorporacion de estas capacidades analiticas a través del modelo
de prondstico que utilizara la informacién disponible en la plataforma Energy Suite generara
valor tanto para los participantes del MEM de México como para la empresa MVM ya que
permitira contar con informacién pronosticada para mejorar sus compras y ventas de energia
y contar con las bases para desarrollar un nuevo moédulo o producto, respectivamente.

2.8. Objetivos

2.8.1. Objetivo general

Proponer un modelo de prondéstico para la plataforma Energy Suite de MVM, que permita
a los suministradores calificados del MEM de México mejorar su posicién competitiva en las
operaciones de compra y venta de energia.

2.8.2. Objetivos especificos

1. Determinar qué modelos o técnicas de prondstico y qué caracteristicas se han utilizado
con el fin de tener una base de conocimiento para apoyar la fase de diseno del modelo
de pronéstico del proyecto.

2. Identificar los requisitos funcionales y no funcionales que deben ser incorporados en la
plataforma Energy Suite de MVM con el fin de tener los insumos necesarios para el
diseno del modelo de pronostico.

3. Disenar el modelo de pronostico de variables eléctricas para ampliar la linea base
tecnolégica de la plataforma Energy Suite de MVM, con el cual los suministradores
calificados del MEM de México, puedan contar con la informacién pronosticada con el
fin de lograr un mejor desempeno econémico en la compra y venta de energia.

4. Validar con especialistas del MEM de México de MVM la pertinencia del modelo
de prondstico elaborado con el fin de poder determinar y cuantificar los resultados
obtenidos.



3. Fundamentacion teodrica

3.1. Introduccion

En el presente capitulo se detalla la fundamentacién tedrica de la investigacién, acorde a
los objetivos descritos en el Capitulo 2, se describen temas fundamentales para el desarrollo
del trabajo como son el marco tedrico y el estado del arte.

3.2. Pronésticos de series de tiempo

De acuerdo con Hyndman & Athanasopoulos [8], los prondsticos son necesarios en muchas
situaciones: decidir la construccion de otra planta de generacién de energia en los préximos
cinco anos requiere de pronosticos de la demanda futura; programar el personal en un centro
de llamadas para la proxima semana requiere de prondsticos de volimenes de llamadas o
almacenar un inventario requiere de prondsticos de los requisitos de stock.

Pronodsticos precisos requieren ademas poder determinar adecuadamente cuando deben
iniciarse. Asi, por ejemplo, las inversiones de capital puede demandar varios anos de anti-
cipacién pero el enrutamiento de telecomunicaciones, s6lo unos minutos previos. De todos
modos, cualesquiera que sean las circunstancias o los horizontes temporales involucrados, el
pronostico es una ayuda importante para una planificacién eficaz y eficiente.

Resulta necesario considerar que algunas cosas son mas faciles de predecir que otras. La
hora del amanecer de manana se puede pronosticar con mucha precision, pero no asi los
niumeros de loteria de manana. La previsibilidad de un evento o cantidad depende de varios
factores, que incluyen:

1. Qué tan bien entendemos los factores que contribuyen a ello.

2. La cantidad de datos disponibles.

3. Si los pronésticos pueden afectar lo que estamos tratando de pronosticar.

En general, los pronésticos de la demanda de electricidad pueden ser muy precisos porque
las tres condiciones normalmente se cumplen. Con relaciéon a la primera de ellas se tiene una

buena idea de los factores intervinientes. Asi, por ejemplo, la demanda de la electricidad es
impulsada principalmente por las temperaturas, con efectos més pequenos para la variacién
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del calendario, como las vacaciones y las condiciones econémicas. Puede decirse entonces,
que siempre que haya un historial suficiente de datos sobre la demanda de electricidad y las
condiciones climaticas y que se tengan las habilidades para desarrollar un buen modelo que
vincule la demanda de electricidad y las variables clave del conductor, las previsiones pueden
ser notablemente precisas.

Conjuntamente con lo anterior, se debe tener en cuenta que los métodos de prondsticos
pueden ser muy simples, como usar la observacién més reciente como un prondstico (que
use el método naive) o muy complejos, como redes neuronales y sistemas econométricos de
ecuaciones simultaneas.

Si bien el prondstico es una tarea estadistica comun en los negocios, que ayuda a tomar las
decisiones sobre la programacion de la produccion, el transporte y el personal, y proporciona
una guia para la planificacién estratégica a largo plazo, a menudo la prevision empresarial
se realiza deficientemente desconociendo estas estrategias y con frecuencia se confunde con
la planificacién y las metas, las cuales no lo reemplazan, sino que lo complementan. A
continuacion, se describe brevemente cada uno de estos términos para dar mayor claridad al
concepto de prondstico.

Prondéstico: se trata de predecir el futuro con la mayor precisiéon posible, dada toda la
informacion disponible, incluidos los datos histéricos y el conocimiento de cualquier
evento futuro que pueda afectar las previsiones. Pueden distinguirse prondsticos a
corto, mediano y largo plazo, dependiendo de la aplicacién especifica.

Pronésticos a corto plazo: son necesarios para la programacion del personal, la pro-
duccién y el transporte. Como parte del proceso de programacién, a menudo
también se requieren prondsticos de demanda.

Prondsticos a mediano plazo: son necesarios para determinar los requisitos de re-
cursos futuros, con el fin de comprar materias primas, contratar personal o com-
prar maquinaria y equipo.

Pronésticos a largo plazo: se utilizan en la planificacion estratégica. Dichas decisio-
nes deben tener en cuenta las oportunidades de mercado, los factores ambientales
y los recursos internos.

Metas: es lo que se desea que suceda. Las metas deben estar vinculadas a los prondsticos
y la planificacion, pero esto no siempre ocurre. Con demasiada frecuencia, las metas
se establecen sin ningun plan sobre cémo lograrlos, y no hay prondsticos sobre su
posibilidad real de concretarse.

Planificacién: es una respuesta a pronosticos y metas. La planificacion implica determinar
las acciones apropiadas que se requieren para que sus prondsticos coincidan con sus
objetivos.

En sintesis, una organizacién necesita desarrollar un sistema de pronodstico que involucre
varios enfoques para predecir eventos inciertos. Dichos sistemas de prondstico requieren el
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desarrollo de experiencia en la identificacién de problemas de pronéstico, la aplicacién de una
variedad de métodos de prondstico, la seleccién de métodos apropiados para cada problema
y la evaluacion y el perfeccionamiento de los métodos de prondstico a lo largo del tiempo.
Complementariamente, cabe senalarse la necesidad de contar con un fuerte apoyo organiza-
cional para que se haga efectivo el empleo de los métodos de prondsticos desarrollados y asi
continuar avanzando en su optimizacion.

3.3. Mercado eléctrico de energia

En el 2014, el gobierno mexicano a través de la Ley de la Industria Eléctrica (LIE) y la Ley
de la Comision Federal de Electricidad (CFE), junto con el resto de la regulacién derivada
de la reforma de los articulos 25, 27 y 28 de la Constitucién Politica de los Estado Unidos
Mexicanos, realizé una transformacién radical del sector eléctrico [9]. La misma consiste en
desregular el mercado eléctrico con el fin de lograr una mayor eficiencia en la prestacién
del servicio, mantener un adecuado nivel de inversiones y de calidad con costos eficientes y
tratando de no perjudicar el mantenimiento del servicio universal. Al mismo tiempo, intenta
ampliar el alcance y mejorar la calidad del servicio prestado a tarifas razonables. Por esta
razon, el mercado mayorista de energia busca la justa competencia e igualdad de condiciones
entre los participantes del mercado para que puedan contratar libremente sus compras y
ventas de energia a través de subastas por medio de contratos de largo plazo y mediante el
mercado spot de compra y venta de corto plazo. Los usuarios basicos no forman parte de
este mercado y, por lo tanto, pagan el consumo de la energia eléctrica a un precio fijo como
se indica en la Figura 3-1.

A continuacién, se resumen los conceptos mas relevantes:
Consumo Energético [10]: potencia eléctrica utilizada por toda o por una parte de una
instalacién de utilizacion durante un periodo determinado.

Precio Marginal Local (PML) [11]: precio de la energfa eléctrica en un nodo determinado
del sistema eléctrico nacional para un periodo definido, calculado de conformidad con
las reglas del mercado y aplicable a las transacciones de energia eléctrica realizadas en
el Mercado Eléctrico Mayorista.

CFE: Comisién Federal de Electricidad.

CENACE: Centro Nacional de Control de Energfa.
SENER: Secretaria Nacional de Energia.

CRE: Comisién Reguladora de Energia.

PIE: Productores Independientes de Energia.

Mercado Eléctrico Mayorista [11]: mercado operado por el CENACE en el que los parti-
cipantes del mercado podrén realizar las transacciones senaladas en el articulo 96 de
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Mercado Eléctrico
El CENACE opera el Mercado Eléctrico Mayorista, para que todos los
generadores puedan ofrecer su produccion y competir bajo reglas
imparciales.
Generacion Control Operativo Comercializacion Consumo
y Mercado Eléctrico
Compraventa
m i de Corto Plazo CL::;::;;S
. @ cenace A Q
b . [% SRSEDSCE f
Cogeneracion \ Py
Mercado Spot ' Usuarios.
AT Bésicos
555 e i Subastas e =
Tw V) o L NLLA
apamculares "Contratos de Suministroa | '
Largo Plazo Precio Fijo
Figura 3-1.: Mercado Eléctrico Mexicano [9]
esta Ley.

Participante del mercado [11]: persona que celebra el contrato respectivo con el CENA-
CE en modalidad de generador, comercializador, suministrador, comercializador no
suministrador o usuario calificado.

Generador [11]: titular de uno o varios permisos para generar electricidad en centrales
eléctricas, o bien, titular de un contrato de participante del mercado que representa en
el Mercado Eléctrico Mayorista a dichas centrales o, con la autorizacion de la CRE, a
las centrales eléctricas ubicadas en el extranjero.

Comercializador [11]: titular de un contrato de participante del mercado que tiene por
objeto realizar las actividades de comercializacion.

Distribuidor [11]: organismos o empresas productivas del Estado o sus empresas producti-
vas subsidiarias, que presten el servicio ptublico de distribucion de energia eléctrica.

Nodo [12]: un nodoP o nodo de fijacién de precios corresponde a uno o varios nodos de
conectividad de la red, donde se modela la inyeccion o retiro fisicos de energia y para
el cual un precio marginal local se determina para las liquidaciones financieras en el
Mercado Eléctrico Mayorista.

Transportista [11]: organismos o empresas productivas del Estado, o sus empresas produc-
tivas subsidiarias, que presten el servicio publico de transmision de energia eléctrica.

Suministrador [11]: comercializador titular de un permiso para ofrecer el suministro eléctri-



3.4 Estado del arte 11

co en la modalidad de suministrador de servicios basicos, suministrador de servicios
calificados o suministrador de 1ltimo recurso y que puede representar en el Mercado
Eléctrico Mayorista a los generadores exentos.

Usuario calificado [11]: usuario final que cuenta con registro ante la CRE para adquirir el
suministro eléctrico como participante del mercado o mediante un suministrador de
servicios calificados.

Usuario final [11]: persona fisica o moral que adquiere, para su propio consumo o para el
consumo dentro de sus instalaciones, el suministro eléctrico en sus centros de carga,
como participante del mercado o a través de un suministrador.

3.4. Estado del arte

La primera actividad de la fase 1 que se realizdé dentro de este topico fue una revision
sistemética de lectura (RSL). Como segunda actividad se plante6 analizar la RSL del 2017
de los autores Chirag Deb et al, A review on time series forecasting techniques for building
energy consumption [13]. A partir de ésta, se realizé la lectura de los articulos en los cuales
se aplican técnicas para construir modelos de prondstico con el objetivo de identificarlas,
asi también como a las variables y métricas de error empleadas para el corto y largo plazo.
Finalmente, se completo la fase 1 con la lectura del capitulo 4 de Modeling and forecasting
electricity loads and prices - A statistical approach [14] escrito por Rafael Weron con el fin
de obtener informacién de modelos de prondsticos sobre precios de energia.

A continuacion, se presentan la metodologia empleada para la RSL, los hallazgos y la
discusion sobre los mismos; los articulos analizados, los hallazgos y la discusion de la RSL
analizada; y las conclusiones del libro arriba mencionado.

3.4.1. Metodologia para el desarrollo de la RSL

La metodologia que se siguié para la RSL fue originalmente desarrollada para el ambito
de investigacién médica y luego ampliada al campo de estudios de gestion y administracion
[15]. La misma estd compuesta por tres etapas: i) Planeacién de la revisién, i) Desarrollo
de la revisién, y #i) Desarrollo de reportes y diseminacién. Para la primera etapa se tienen
las siguientes fases: identificacion de la necesidad de una RSL, preparacién de una propuesta
para la revisién y desarrollo de un protocolo de RSL. En la segunda etapa se consideran
la identificacién de la investigacion, seleccion de los estudios, evaluacién de la calidad del
estudio, extraccién de los datos, monitoreo del progreso, y sintesis de la informacion. Final-
mente, para la iltima etapa, se contemplan el reporte, las recomendaciones y el paso de la
evidencia a la practica.

El objetivo de esta metodologia es localizar los estudios relevantes relacionados con las
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preguntas de la investigacion a desarrollar, asi como evaluar y sintetizar sus respectivas
contribuciones e informar de manera clara los resultados y las conclusiones obtenidas a
partir de ellos, con el fin de plantear sus campos de aplicacién y nuevas investigaciones [16].

Asimismo, esta metodologia se adopté en aras de reducir el riesgo de sesgado en la se-
leccién de la bibliografia por preferencias subjetivas, adoptando para ello estrategias de
busqueda, cadenas de busquedas predefinidas, criterios de exclusién/inclusién y, al mismo
tiempo, ampliar el espectro de la buisqueda mas alla del horizonte de la propia experiencia.

Planeacion de la revision

Las principales investigaciones en esta area son impulsadas por la utilizacion de distintas
técnicas y modelos, la seleccion de variables de entrada y la cantidad de historia a utilizar,
asi como por técnicas para medir la precision de los resultados, entre otros. Por tal motivo, es
necesario comprender todos los aspectos que involucran desarrollar un modelo de prondsticos
de CEE, con el fin de entender las evidencias y desafios actuales en el prondstico del consumo
de energia. Para ello, se pretende responder las siguientes preguntas de investigacion:

PI1: ;jQué técnicas/modelos se utilizan para la prediccién/prondstico de consumo de
energia?

PI2: ;Qué variables de entrada usan estas técnicas/modelos?

PI3: ;Qué técnicas se utilizan para evaluar la precisién de las técnicas/modelos? ;jCuél es
la mas usada?

Desarrollo de la revision

El primer paso de la RSL fue definir las cadenas de busqueda usando palabras clave que
estuvieran relacionadas con la definicion del problema de investigacion, con la intencion
de garantizar los resultados buscados. Para esto se utilizd la combinacion de las palabras
Energy, Consumption y Forecasting formando la frase Energy Consumption Forecasting.
A continuacién, se determinaron las bases de datos cientificas de donde se obtuvieron los
articulos a partir de dicha cadena de buisqueda. Inicialmente se busco con ella con un ambito
de busqueda que comprendié el titulo (title), el resumen (abstract) y las palabras claves
(keywords) pero debido al gran nimero de articulos que se obtuvieron, alrededor de 2900, se
decidio restringir el &mbito de buisqueda de la cadena formada sélo al titulo de los articulos.

La Tabla 3-1 muestra las cadenas de busqueda utilizadas segtn la sintaxis propia de cada
base de datos.
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Tabla 3-1.: Cadenas de busqueda utilizadas en cada base de datos cientificas
7 Scopus Science Direct = Web of Science (WOS) IEEE
(((“Document Title”:

energy consumption
forecasting) OR

TITLE-ABS-KEY Title, abstract, TS—(energy AND

1 (“energ}.l keywords: “e'nergy consumption AND “Abstr.act”: energ}.l
consumption consumption forecasting) consumption forecasting)
forecasting”) forecasting” OR “Author Keywords”:

energy consumption
forecasting)
TITLE (“Energy TITLE (“energy TITULO=(energy AND (“Document Title”:

2 consumption consumption consumption AND “energy consumption

forecasting”) forecasting”) forecasting) forecasting”)

En total se obtuvieron 218 articulos combinando los resultados de las bases de datos.
A partir de estos resultados se realizé el proceso de seleccién de los articulos evidenciado y
descrito en la Figura 3-2. Ademas, para la eliminacion de los articulos, se tuvieron en cuenta
los criterios de seleccién que estan definidos en la Tabla 3-2.

Tabla 3-2.: Criterios considerados para la selecciéon de articulos

Criterios de inclusiéon Criterios de exclusion
- Estudios en idioma inglés - Fuentes secundarias
- Estudios con modelos / técnicas para pronosticar
consumos de energia eléctrica medidos en va- - Estudios duplicados

tios.(kWh, MWh, GWh, TWh)
- Estudios de dominio distinto al sector de energia

Como resultado final del proceso de seleccion se obtuvieron 47 articulos listados en la
Tabla 3-3, los cuales fueron ordenados de acuerdo con el ranking de citacion.

Tabla 3-3.: Articulos utilizados para el anélisis después de la seleccién

#-Ref Articulo Autores Ano Citaciones
Comparison between detailed model simulation
. ) Hernandez Neto, A. and
1-[17]  and artificial neural network for forecasting . . 2008 196
o . Sanzovo Fiorelli, F.
buwilding energy consumption
Time series models (Grey-Markov, Grey Mo-
del with rolli hani d singul -
9 [1g] ¢ W TOMING MECRATISI and SINGWAr SPEC™ g4y U, and Jain, V. K. 2010 142
trum analysis) to forecast energy consumption
in India
Annual electricity consumption forecasting by .
Azadeh, A. and Ghad
3-[19]  neural network in high energy consuming in- Zadet, A A% 2008 112

S. F. and Sohrabkhani, S.

dustrial sectors
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#-Ref Articulo Autores Ano Citaciones
Forecasting energy consumption of multi-
family residential buildings using support vec- Jain, R. K. and Smith, K.

4-[20] tor regression: Investigating the impact of tem- M. and Culligan, P. J. and 2014 108
poral and spatial monitoring granularity on Taylor, J. E.
performance accuracy

5-21] Forecasti@g of Turkey’s net electricity energy Hamzacebi, C. 92007 106
consumption on sectoral bases
Forecasting energy consumption using a grey

6-[22] model improved by incorporating genetic pro- Lee, Y.-S. and Tong, L.-I. 2011 103
gramming
Univariate modeling and forecasting of energy

7-[23]  consumption: the case of electricity in Leba- Saab, 8. and Badr, E. and 2001 101

Nasr, G.

non
A simulated-based neural network algorithm .

8-124]  for forecasting electrical energy consimptz’on Azadeh, A. and Ghader, 2008 91
. S. F. and Sohrabkhani, S.
wn Iran
Forecasting building energy consumption using Li K. and Sw. H. and Chu

9-[25]  neural networks and hybrid neuro-fuzzy sys- ] T T 72011 76
tem: A comparative study '

10-26] A novel hybrid ensemble lfaarning parqdigm for \T;;;gé LS'. aanfd Sﬁ’, I; Zij 69
nuclear energy consumption forecasting

Wang, S.

Integration of genetic algorithm, computer si-

11-[27]  mulation and design of experiments for fore- dAij;deSh’ A. and Tarver- 2007 62
casting electrical energy consumption T
A regression model for electric-energy- Al-Garni, A. Z. and Zu-

12-[28]  consumption forecasting in Fastern Saudi bair, S. M. and Nizami, J. 1994 44
Arabia S.
Long-term electrical energy consumption fo-

13-[1] recasting for developing and developed econo- Ardakani, F. J. and Ar- 2014 m
mies based on different optimized models and dehali, M. M.
historical data types
Modeling and forecasting energy consumption Lii, X. and Lu, T. and Ki-

14-[29]  for heterogeneous buildings using a physical- bert, C. J. and Viljanen, 2015 40
statistical approach M.

15-[30] F"ore.castz'ng net energy consumption using ar- Sozen, A. and fAlu«;ayol, M. 92006 29
tificial neural network A. and Arcaklioglu, E.
A novel data-characteristic-driven modeling

16-[31]  methodology for nuclear energy consumption ;ini L. and Yu, L. and 2014 31
forecasting T
Neural network(sj in forec.astmg electr.zcal Nasr, G. E. and Badr, E.

17-[32]  energy consumption: univariate and multiva- 2002 29

. A. and Younes, M. R.

riate approaches
Forecasting building energy consumption with

18-[33]  hybrid genetic algorithm-hierarchical adaptive 1i, K. and Su, H. 2010 25

network-based fuzzy inference system
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#-Ref Articulo Autores Ano Citaciones
T - - —
ime se:.zes f07“.ecastm‘g h{to:l ?ddmi evne:gy Zhang, F. and Deb, C. and
19-[34] ~ConsumPnOn Usng WEghted oupport VECOT p .. S B. and Yang, J. 2016 25
Regression with differential evolution optimi-
) . and Shah, K. W.
zation technique
20-[35] LO@g term. energy coqsumption forecasting Karabulu.t, K. and Alkan, 2008 94
using genetic programming A. and Yilmaz, A.
Conditional dynamic forecast of electrical
Ad P. K. and Bek
21-[36]  energy consumption requirements in Ghana by W om and BERO 9019 20
2020: A comparison of ARDL and PAM ’
Inﬂuenc.e of artificial neural net@ork structure Baczynski, D. and Parol,
22-[37]  on quality of short-term electric energy con- M 2004 20
sumption forecast ’
23-[38] Forecasting energy consumption ?Lsing ensem- Barak, S. and Sadegh, S. 2016 19
ble ARIMA-ANFIS hybrid algorithm S.
24-[39] Fohrecastz.ng Monthly Electmc. Energy Consum- Meng, M. and Niu, D. and 2011 19
ption Using Feature Extraction Sun, W.
Application of ARIMA for forecasting energy
25-[40] consumptfion a'nd‘GHG emission: ‘A case stydy Sen, P. and Roy, M. and 2016 16
of an Indian pig iron manufacturing organiza- Pal, P.
tion
5141] recastng s entaneed bock propagation 2 Y- Foand Zeng Yoy
J J propag and Choi, B. and Wang, L.
neural network
27-[42] ﬁﬂi@%ﬁiZZZftfﬂsjﬁf&ﬁz:ﬁdeﬁ?mﬁ Tang, L. and Wang, 5.and ), - 13
) . 9 He, K. and Wang, S.
sumption forecasting
Kamaev, V. A. and Sh-
Usi tiomist sust for electri cherbakov, M. V. and
28-[43) " CO;‘,"“;O’”S e e o %Y Panchenko, D. P and Sh- 2012 13
consumption forecasting in shopping centers
P I PPy cherbakova, N. L. and
Brebels, A.
F let Neural Network ity Elec-
99.[4q) Tuzzy Wavelet Neural Networks for City Blec-— )\ o4 Wang, H. 2012 12
tric Energy Consumption Forecasting
Energy  Consumption  Forecasting  Using . ..
Castelli, M. and Trujill
30-[45]  Semantic-Based Genetic Programming with astert, ane IO 9015 8
. L. and Vanneschi, L.
Local Search Optimizer
Forecasting FElectrical Energy Consumption of Jiang, X. and Ling, H. and
31-[46]  Equipment Maintenance Using Neural Net- Yan, J. and Li, B. and Li, 2013 7
work and Particle Swarm Optimization 7.
Load Forecast Model Switching Scheme for
32-[47)  Improved Robustness to Changes in Building Yoo, J. and Hur, K. 2013 7
Energy Consumption Patterns
Electrical energy consumption forecasting ba-
33-[48]  sed on cointegration and a support vector ma- Zhang, X. P. and Rui, G. 2007 5

chine in China
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#-Ref Articulo Autores Ano Citaciones
Energy consumption forecasting based on FEl- Ruiz, L. G. B. and Rueda,
34-[49]  man neural networks with evolutive optimiza- R. and Cuéllar, M. P. and 2018 4
tion Pegalajar, M. C.
Amber, K. P. and Aslam,
M. W. and Mahmood, A.
35-[50] Energy colns.umption forecasting for university a%ld Kousar, A. and You- 92017 4
sector buildings nis, M. Y. and Akbar, B.
and Chaudhary, G. Q. and
Hussain, S. K.
Big Data Mining of Energy Time Series for
36-[51]  Behavioral Analytics and Energy Consum- Singh, S. and Yassine, A. 2018 2
ption Forecasting
Cloud computing and extreme learning machi-
37-[52] ne for a distributed energy consumption fore- Wang, R. D. and Sun, X.S. 2016 9
casting in equipment-manufacturing enterpri- and Yang, X. and Hu, H.
ses
. ) ) . Zhang, Y. and Yang, R.
38-[53] gZZj;;lgzZZast”ZeZZ?gispaizalytlCs_AZded and Zhang, K. and Jiang, 2017 2
H. and Zhang, J. J.
FElectrical enerqy consumption forecasting in . .,
39-[54]  oil refining indiitry usingpsupp(frt vector !i?@a- Petkovie, M. and Rapai, 2009 2
) ) L. M. R. and Jakovljevicll, B.
chines and particle swarm optimization
Majazi Dalfard, V. and
Incorporating the effects of hike in energy pri- Nazari Asli, M. and
40-[55]  ces into energy consumption forecasting: A  Nazari-Shirkouhi, S. 2013 2
fuzzy expert system and Sajadi, S. M. and
Asadzadeh, S. M.
Monthly electric energy consumption forecas-
, . o . Meng, M. and Shang, W.
41-[56]  ting using multiwindow moving average and . 2014 2
. and Niu, D.
hybrid growth models
Rojas-Renteria, J. L. and
) . . Espinoza-Huerta, T. D.
42-157] ;i'ZgZthZSiécfs?nggySyftoeﬁumptwn Monito- and Tovar-Pacheco, F. S. 2016 1
and Gonzalez-Perez, J. L.
and Lozano-Dorantes, R.
Ejj“ef:twe e'lectmczty energy consumptwn fore- Wang, L and Hu, H. and
43-[58]  casting using echo state network improved by . ) 2018 1
) , . . Ai, X. Y. and Liu, H.
differential evolution algorithm
Forecasting mid-long term electric energy con- . ..
44-[59]  sumption through bagging ARIMA and expo- Mellra de .Oh.velra, E. and 2018 1
i ; Cyrino Oliveira, F. L.
nential smoothing methods
Robust ensemble learning framework for day- Alobaidi, M. H. and Che-
45-160]  ahead forecasting of household based energy bana, F. and Meguid, M. 2018 1
consumption A.
46-[61] Monthly Energy Consumption Forecasting Ba- Mishra, S. and Singh, V. 2015 0

sed on Windowed Momentum Neural Network

K.
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#-Ref Articulo Autores Ano Citaciones

Universal energy consumption forecasting sys- Staroverov, B. A. and

47-[62
162] tem based on neural network ensemble Gnatyuk, B. A.

2016 0

Reporte y diseminacion

Como parte de esta etapa, se realiz6 una agrupacién de los articulos seleccionados por
tipo de método/modelo de prondstico y luego, de acuerdo con el alcance establecido para
el pronostico, en corto y largo plazo. Dentro de cada uno de los grupos, se resumen las
caracteristicas y las ventajas mas relevantes de los modelos propuestos.

A. Artificial neural network (ANN)
Corto plazo

En el 2004, Bacznski & Parol [37] entrenaron varios modelos de ANN de tipo MLP y
concluyeron que el nimero de peso en la red neuronal deberia ser de un orden de magnitud
menor que el nimero de datos de aprendizaje. También observaron que la proporcién de
nimero de neuronas en las capas ocultas tiene una influencia considerable en la habilidad de
la red neuronal para aprender y generalizar, siendo las mejores las de estructuras balanceadas.
Los resultados obtenidos muestran que la estructura ANN tiene una influencia esencial en
la calidad de los pronésticos de consumo de energia eléctrica.

Posteriormente, en el 2016, Rojas-Renterfa et al. [57] investigaron un sistema de prondstico
y monitoreo basado en una red neuronal de tipo MLP aplicada en un edificio real. Propusieron
un modelo con tres capas. En la capa de entrada, utilizaron tres entradas (CEE, hora y dia)
y en la capa de salida, el CEE con granularidad horaria. Evaluaron el modelo propuesto con
distintas configuraciones encontrando que el mejor resulto ser el de configuracion 3-1-1 con
un nivel de confidencia del 95 % en la prediccion.

En el 2008, Hernandez Neto & Sanzovo Fiorelli [17] compararon su modelo propuesto de
ANN de tipo FF con un software de simulacién que pronostica la demanda de energia para
la Administracion del Edificio de la Universidad de Sao Paulo. El modelo fue entrenado
con 3 datasets organizados de diferentes formas: una para todos los dias de la semana sin
discriminar dias laborables de fines de semana, otra para los dias laborables y la tercera, solo
para los fines de semana. La primera presenté mayor error entre la prediccion y los datos
reales en comparaciéon con las otras dos independientemente de la cantidad de capas ocultas y
numeros de neuronas en cada capa oculta. A continuacién, incrementaron la complejidad del
modelo agregando como variables de entrada la temperatura exterior, la humedad relativa,
la radiacién solar global y la radiacién solar difusa. Concluyeron que se acercaron mas a
los datos reales cuando discriminaron los datasets por fines de semana y dias laborables,
aunque la inclusion de parametros climaticos adicionales mejord levemente los resultados.
Finalmente, los resultados mostraron que el modelo de ANN de tipo FF no es el més adecuado
para la prediccién en este contexto de estudio.
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‘Ijteratura Cientiﬁca‘
Base Datos Base Datos Base Datos Base Datos
Primera Scopus Science Direct Web of Science IEEE
Bilsqueda 152 articulos 51 articulos 1827 articulos 872 articulos
(Cadena blisqueda 1) (Cadena blisqueda 1) (Cadena isqueda 1) (Cadena bisqueda 1)
‘ 2902 articulos ‘
Base Datos Base Datos Base Datos Base Datos
Segunda Scopus Science Direct Web of Science IEEE
Bﬂsqueda 63 articulos 16 articulos 121 articulos 18 articulos
(Cadena biasqueda 2) (Cadena busqueda 2) (Cadena bisqueda 2) (Cadena biasqueda 2)
‘ 2183 articulos ‘
Articulos duplicados:
Se excluyen 57 articulos
‘ 161 articulos ‘
Articulos RSL:
Se excluyen 7 articulos
‘ 154 articulos ‘
Articulos Conferencia o Capitulos Libro:
Se excluyen 27 articulos I
‘ 127 articulos ‘
Articulos lectura completa considerando el resto
de los criterios de inclusion y exclusion:
Se excluyen 80 articulos

Listado final de
articulos para la RSL
47 articulos

Figura 3-2.: Resumen proceso seleccién de literatura cientifica (bisqueda con fecha
02/08/2018)
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Alobaidiam, Chebanab & Meguid [60] en el 2018 presentaron un marco de referencia (fra-
mework) para predecir el promedio de consumo diario de energia de casas individuales a
partir del uso de un modelo ensamblado que emplea diversidad de informacion. La propues-
ta se aplicé en un caso de estudio en Francia. Este modelo supera la generalizacién de la
habilidad y la atenuacién de varios problemas de prediccién inestables de otros modelos al
tiempo que mejora el desempeno de prediccién con datos limitados. Construyeron un frame-
work con siete submodelos, uno para cada dia de la semana, con parametros determinados a
través de estudios de validacion cruzada. La validacion Jackknife fue usada para determinar
los valores 6ptimos de me y mc del modelo propuesto de cada configuraciéon de ensamble.
El proceso fue repetido hasta obtener las estimaciones de ensambles para todas las observa-
ciones disponibles. En la comparacién con una red neuronal normal y otra de tipo Bagging
quedé demostrado que su desempeno era superior.

Ante la situacién planteada por Wang et al. [52] en el 2016, donde los prondsticos en
la industria de facturacion de equipos requieren de un constante entrenamiento debido a
que nueva informacién se genera en forma continua, propusieron una solucién utilizando
Hadoop. Contrastaron tres modelos: el MR-OSELM-WA, el Functional Networks y SVM.
Los resultados obtenidos les permitieron demostrar que el mejor modelo era MR-OSELM-
WA, el cual evidencié que las tecnologias de procesamiento Big Data son efectivas para
resolver este tipo de problemas dado que acortan los tiempos de entrenamiento, reducen los
recursos computacionales y mejoran la precisién del prondstico.

En el escrito presentado en el 2016, Stareverov & Gnatyuk [62], para resolver los proble-
mas de prondstico independientemente de la naturaleza de los datos ingresados, plantearon
construir un conjunto de ANN con el fin de crear un sistema de prondstico de caracter
universal, capaz de promediar las salidas de las distintas redes neuronales individuales. Los
estudios permitieron determinar el conjunto minimo de factores relevantes y la profundidad
y dimension del vector de entrenamiento de entrada. Finalmente pudieron comprobar que
una estructura de tres niveles de conjuntos de redes neuronales tiene un poder predictivo
de alto dominio y su uso resulta ser prometedor para tareas relacionadas con informacion y
analisis estadistico.

El estudio de Ruiz et al. [49] del 2018 derivé de investigaciones previas donde se utilizaron
modelos de prondstico NAR y NARX. Por su parte, propusieron utilizar un modelo de red
neuronal denominado ENN entrenado con un GA. Puede senalarse que GA resulté ser un
factor clave para optimizar las ANN y mejorar los modelos NAR y NARX, mientras que el
modelo ENN aportaba mayor exactitud, pero resultaba més complejo por el incremento de
componentes de la red neuronal que involucraba. Finalmente, la combinacién de ENN + GA,
considerando como variables de entrada el consumo de energia eléctrica y la temperatura,
resulto ser el mejor modelo.

Largo plazo
En el estudio presentado en el 2007, Hamzagebi [21], propuso un modelo ANN de tipo MLP
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basado en valores de observacion de un ano. Realiz6 pronésticos de consumo de electricidad
en los sectores basicos hasta 2020 comparandolos con los realizados por el MAED utilizado
por el gobierno y demostrd que eran mas exactos. Sin embargo, el objetivo del estudio no
pretendia reclamar la constante superioridad del modelo ANN sino indicar a los funcionarios
politicos la importancia del uso alternativo de formas de prondéstico.

En el 2008, Azadeh, Ghaderi & Sohrabkhani [19], presentaron un modelo ANN de tipo
MLP para el consumo anual de electricidad en sectores industriales de alto consumo de
energia si bien tradicionalmente las ANNs habian sido utilizadas en prondsticos de corto
plazo. Probaron varios modelos de ANN variando el nimero de neuronas en las dos capas
ocultas y el método de entrenamiento. Concluyeron que, a partir de datos reales de con-
sumo en Iran en el periodo 1979-2003, el modelo con la configuraciéon 5-3-2—1 era el que
pronosticaba con mejor precision.

Ese mismo ano, los mismos autores Azadeh, Ghaderi & Sohrabkhani [24] presentaron otro
estudio en el que proponian un algoritmo integrado para el pronostico mensual de consumos
de energia eléctrica basado en ANN, una simulaciéon de computadora y el diseno de experi-
mentos usando procedimientos estocasticos. Para ello, construyeron tres modelos: algoritmo
integrado basado en ANN, ANN de tipo times series y ANN simulado. Para demostrar la
aplicabilidad y superioridad de éstos usaron datos reales de consumo de energia de Iran por
130 meses. Aplicaron la red MLP con tres variables de input y pudieron demostrar que la
ANN de tipo MLP con configuracién 3-2-1 y con algoritmo de BP tuvo el mejor resultado
con un error relativo igual a 0.012. Ademas, el modelo ANN era superior con relacién al
modelo ANN de tipo Time Series y el modelo ANN simulado. Sin embargo, argumentaron
que el uso de los tres modelos asegura el mejor resultado para datos reales minimizando el
sesgo de utilizar un solo enfoque.

En el estudio de Jiang et al. [46], del ano 2013, presentaron un modelo de prondstico
de consumo de energia eléctrica basado en ANN de tipo FF entrenado por PSO. El modelo
utilizaba como datos de entrada los consumos eléctricos de energia del equipo, los pardmetros
del equipo y los pardmetros de mantenimiento del equipo. Resultados experimentales les
permitieron demostrar la capacidad del modelo para mejorar la precisién de los prondsticos
y avanzar en el entendimiento de la relaciéon entre el consumo de energia eléctrica y las
variables de entrada.

Mishra & Singh [61] presentaron en el 2015 un modelo de red neuronal de tipo FF, que
tiene el algoritmo Windowed Momentum. La inclusion de este componente permitié a los ope-
radores superar los problemas por sobrepasar la minima en iteraciones pequenas que suelen
tener lugar en este tipo de propagacién. Ademas, observaron que, si bien dias diferentes de la
semana presentaban consumos diferentes de energia, las curvas de consumo para los mismos
dias dentro del mes en cada ano eran casi iguales. Finalmente, determinaron que el uso del
algoritmo Windowed Momentum resultaba ser mas eficiente que el Standard Momentum.

Nasr, Badr & Younes [32] en el 2002 construyeron cuatro modelos de ANN de tipo BP
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para pronosticar el consumo de energia eléctrica: uno de tipo univariado con tres pardmetros
de entrada de EEC y otros tres de tipo multivariado con distintas variables de entrada,
donde el primero de éstos combinaba las variables EEC y la T, el segundo, empleaba TI y
EEC, y el tercero, EEC, TI y la T. Los modelos fueron entrenados, probados y evaluados
con informacion real del Libano del periodo 1995-1999. Los resultados mostraron que los
modelos multivariados resultaron superiores y, dentro de ellos, el que usaba la temperatura
y EEC logro el mejor desempeno en el prondstico.

En el 2006, Sézen, Akgayol & Arcaklioglu [30] pronosticaron el consumo anual de energia
eléctrica de Turquia usando una técnica de red neuronal de tipo BP. Los resultados expe-
rimentales les permitieron demostrar que el modelo propuesto lograba predecir dentro de
los errores aceptables utilizando como variables de entrada el ano, la poblacién del pais, la
capacidad instalada de generacién y la generacion bruta total del pais.

En el estudio presentado en el 2017, Zeng et al. [41] plantearon mejorar el modelo de
pronéstico basado en ANN de tipo BP incluyendo el algoritmo inteligente llamado DE. Este
modelo fue comparado con otros modelos planteando dos escenarios, el primero utilizaba las
variables GDP, POP, IMP y EXP y el segundo, sélo la variable CEE. Finalmente, pudieron
confirmar que el modelo propuesto era el mas preciso y de facil implementacién.

Meng et al. en 2014 [56] presentaron un modelo Hybrid Grow, que incluye un término
constante, uno lineal y otro exponencial, combinado con un algoritmo Multiwindow Moving
Awverage, que descompone los consumos mensuales en varias series periddicas. Este modelo
fue contrastado con otros modelos, como el ARIMA y ANN, y concluyeron que el modelo
propuesto daba mejores resultados para el prondstico de consumos de energia anual de China.

En el 2018, Wang et al. [58] propusieron un nuevo modelo de ANN de tipo ESN que usaba
el algoritmo DE, para determinar sus parametros de configuracion, con el fin de pronosticar
consumos mensuales y anuales de energia eléctrica para una ciudad de China. Este modelo
resulto tener caracteristicas de facil implementacion y estabilidad que ademas hacian a su

superioridad por sobre otros modelos en cuanto a la precision del pronéstico tales como el
ARIMA, BBPN, basic ESN y ESN-GA.

B. Autoregressive Integrated Moving Average (ARIMA)

Corto plazo

Kamaev et al. [43], en el 2012, propusieron un modelo ARIMA con 4 lags de entrada
de consumos de energia. Construyeron ademés dos modelos de regresién lineal: uno con
4 lags de consumos de energia eléctrica de entrada al modelo y el otro con mas entradas
adicionales como la temperatura y los parametros del edificio. Finalmente, implementaron
otro modelo de ANN el cual tenia como parametros de entrada los 4 lags de consumo
de energia eléctrica, la temperatura y los parametros del edificio. Como resultados finales
obtuvieron que el modelo ARIMA era el de ejecucion mas rapida, pero con menor precisién
en el prondstico de acuerdo con la métrica de error MAPE y que el modelo de ANN, el de
mejor pronoéstico.
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En el 2013, Yoo & Hur [47] emplearon un modelo denominado ARMAX usando el filtro
Kalman para estimar los parametros del modelo para pronosticar los consumos de energia
eléctrica con una granularidad horaria en funcién de su historia y la variable exdgena de
temperatura. Ademas, la serie de tiempo fue dividida en dos series, una con los dias de
semana y la otra con los dias del fin de semana. Finalmente, las simulaciones efectuadas
demostraron la efectividad del modelo propuesto.

Zhang et al. [53], en el 2017, presentaron un marco de referencia (Framework) con el
objetivo de mejorar el prondstico de consumos eléctricos fotovoltaicos (PV) para plazos
de tiempos muy cortos usando el comportamiento histérico del consumo de electricidad y la
informacion climatica como la temperatura, la solar global horizontal irradiance, la humedad
relativa, la velocidad del viento y las precipitaciones. La propuesta incluia varios modelos de
pronostico, entre ellos un modelo ARIMA, un modelo de SVM y varios modelos ANN. Como
conclusion dejaron abierta la posibilidad de una investigacion futura orientada a incorporar
en el framework la seleccion automatica del modelo atenta a establecer el 6ptimo para cada
contexto especifico.

Largo plazo

En el 2001, Saab, Badr & Nasr [23] estudiaron diferentes técnicas de modelado univariado
para pronosticar los consumos mensuales de energia eléctrica del Libano usando modelos
ARIMA. Definieron tres modelos: el ARIMA simple, el AR(1) simple y una configuracién
nueva combinando el modelo AR (1) con un highpass, siendo éste tultimo el que obtuvo
mejores resultados con respecto a los otros.

En el articulo publicado por Tang, Yu & He en 2014 [31], con el fin de mejorar la precisién
del pronéstico del consumo de energia nuclear se presenté una metodologia para formular un
modelo ARIMA de prondstico basado en las caracteristicas propias de los datos de muestra.
Para esto, los autores construyeron dos modelos adicionales, ANN y SVM, con el fin de
validar el modelo formulado. Demostraron que el método propuesto mejoraba los desempenos
de prondstico en comparacion con los otros modelos que ignoran las caracteristicas de los
datos.

En el 2016, Sen, Roy & Pal [40] desarrollaron y evaluaron modelos de prondstico de
consumo de energia mensuales en el sector industrial de producciéon de hierro y acero de
India. Probaron varias configuraciones de modelos ARIMA y finalmente determinaron que
el modelo ARIMA (1,0,0) x (0,1,1) era el de mejores resultados para la prediccién de CEE.

Meira de Oliveira & Cyrino Oliveira [59], en el 2018, propusieron evaluar varios mode-
los para pronosticar el consumo mensual de energia eléctrica utilizando Bagging ARIMA y
un suavizado exponencial como Holt-Winters. La serie de tiempo de consumos de energia
eléctrica fue descompuesta en componentes mas simples utilizando la técnica Seasonal-Trend
Decomposition using Loess (STL Decomposition), la cual permiti6é obtener las series de ten-
dencia, la estacional y la de componentes remanentes. El modelo propuesto fue probado
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utilizando distintas parametrizaciones para Canada, Francia, Italia, Japén, Brasil, México y
Turquia encontrandose su superioridad con respecto a otros modelos como SVM y ANN con
los cuales fue comparado.

C. Genetic Fuzzy System (GFS)
Largo plazo

Majazi Dalfard et al. [55] en el 2013 propusieron un modelo GFS que incorporaba el efecto
del aumento de los precios de energia con el fin de pronosticar el consumo anual de energia
eléctrica de Iran. Como variables de entrada utilizaron la informacion histérica de trece anos
desde 1997 hasta 2009, el precio de la energia en todos los sectores econémicos, el precio de
gas natural en todos los sectores economicos, el GDP, la poblacién del pais, la electricidad
generada por fuentes renovables y la eficiencia promedio de la generacion de electricidad por
medio del gas natural. Como resultado del estudio, demostraron que el modelo propuesto
podria adoptarse en situaciones donde los precios de la energia aumentasen repentinamente
y ademas se podrian extraer reglas de experto para formar una base de reglas difusa.

D. Grey Model (GM)
Largo plazo

Kumar & Jain [18] en el 2010 evaluaron el uso de un modelo Grey-Model with Rolling
Mechanism denominado GMRM para el pronédstico del consumo anual de energia eléctrica
de India. Para su entrenamiento, utilizaron una matriz de consumos de energia eléctrica con
5 lags. El error de entrenamiento medido con la métrica MAPE fue de 3,4 %. Finalmente,
para su evaluacion hicieron dos predicciones: una para los anos 2004-2005 y otra para los anos
2005-2006 obteniéndose una precision del 96,9 % y 95,1 % respectivamente y demostrando
que el modelo propuesto tenia aplicacion para dichos prondsticos.

En el 2011, Lee & Tong [22] propusieron mejorar el modelo GM utilizando el método Re-
sidual Sign FEstimation a través de la programacion genética. Como datos de entrenamiento,
utilizaron el consumo histérico de energia eléctrica de China desde 1990 hasta el 2003 y
construyeron un dataset con 2 lags de consumo eléctrico. Finalmente, compararon el modelo
propuesto con otros tres modelos: GM (1,1), el propuesto por Hsu y Chen y un modelo de
regresion lineal, a través de la métrica de error MAPE. Pudieron asi verificar que el modelo
propuesto era igual de preciso que el modelo de Hsu y Chen y mejor que los modelos GM
(1,1) y el de regresién lineal.

E. Genetic Programming (GP)
Largo plazo

Azadeh & Tarverdian [27] en el 2007, propusieron un modelo utilizando GP para pronosti-
car los consumos de energia mensual al que entrenaron con informacion histérica de consumos
de energia de marzo de 1994 a febrero del 2005. A través de la métrica de error MAPE, lo
compararon con otros modelos de ANN demostrando su superioridad en la precisién de la
prediccion.
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Un ano después, Karabulut, Alkan & Yilmaz [35], plantearon el uso de un modelo de GP
para pronosticar el consumo anual de energia eléctrica de un area del sur de Turquia. Para
su validacion, construyeron dos modelos de regresion adicionales: el modelo Polynomial y
el modelo Power Equation, donde a través de la métrica MSE determinaron que el modelo
propuesto era superior.

Castelli et al. en el 2015 [45] propusieron cuatro modelos utilizando GP con muestras
pasadas de CEE y de informacién climatica, con el objetivo de superar las falencias que en
funcion a su investigacion previa detectaron en algunos modelos ya sea porque se detenian
en un local 6ptimo al momento de entrenarlos o porque no manejaban la no linealidad de los
datos. Como resultado, obtuvieron que el uso de un modelo hibrido en lugar de un modelo con
operadores estandares aceleraba la convergencia del proceso de bisqueda sin sobreentrenar
el modelo y con resultados aceptables.

F. Regression Model (RM)

Corto plazo

En el 2017, Amber et al. [50] presentaron un modelo de RM para pronosticar el consumo
diario de energia eléctrica de un edificio del sector universitario. Durante el desarrollo de éste,
consideraron las siguientes variables: ECC, temperatura ambiente, radiacién solar, humedad
relativa, velocidad del viento, tipo de dia y tipo de edificio. Para la validacién del modelo,
usaron dos datasets, uno con la informacién de un edificio académico y el otro, con la de un
edificio administrativo. Midieron la precision con la métrica NRMSE. Los resultados obte-
nidos les permitieron demostrar que realmente las variables que aportaban mayor precisién
eran la temperatura, el tipo de dia y el tipo de edificio, ya que la velocidad del viento no
aportaba diferencia en la precision del prondstico y en cuanto a la humedad y la radiacion
solar, como estaban correlacionadas con la temperatura, no era necesario incluirlas.

Largo plazo

Al-Garni, Zubair & Nizami [28] en 1994 investigaron y desarrollaron un modelo de prondsti-
co de tipo RM para pronosticar los consumos mensuales de energia eléctrica de Arabia Sau-
dita del Este. Como dataset de entrenamiento, utilizaron 5 anos de historia con las siguientes
variables: humedad relativa, radiacion solar, temperatura, poblacion. Para la validacién del
modelo propuesto realizaron un analisis residual.

En el 2012, Adom & Bekoe [36] propusieron dos modelos de prondstico de tipo RM
que denominaron Partial Adjustment Model (PAM) y Autoregressive Distributed Lag Model
(ADRL) para pronosticar el consumo anual de energia eléctrica para Ghana. Como variables
de entrada al modelo, consideraron las siguientes: EEC, GDP, GDP per cépita, grado de
urbanizacién y eficiencia industrial. Los modelos fueron comparados con otros modelos de
RM y concluyeron que, en cuanto a velocidad, el modelo PAM era el méas rdpido, pero en
cuanto a precision, el modelo ADRL era el mejor. Ademas, el estudio revelé que existia una
relacion de equilibrio a largo plazo entre las variables de consumo de electricidad, la eficiencia
de la industria, la urbanizacion y el GDP.
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En el 2014 Ardakani & Ardehali [1], desarrollaron y compararon varios modelos optimi-
zados de regresion y ANN con el fin de determinar como la entrada de diferentes tipos de
datos historicos afectaba los prondsticos de CEE y asi poder pronosticar con ellos el con-
sumo de energia eléctrica a largo tiempo de Irdan y Estados Unidos. Los datos considerados
fueron CEE y los indicadores GDP, IMP, EXP, y POP. Para optimizar las formas lineales
y cuadraticas de los modelos de regresién, examinaron tres algoritmos de optimizacién: GD,
PSO e IPSO. Finalmente, concluyeron, independientemente del tipo de economia, que los
pronosticos de CEE a largo tiempo basados en el modelo IPSO-ANN que utilizaba los datos
socio-econémicos histéricos eran mas precisos.

G. Support Vector Machine (SVM)
Corto plazo

Petkovic, Rapaic & Jakovljevicll [54] desarrollaron en el 2009 un modelo de SVM que utili-
zaba el algoritmo PSO en su entrenamiento para pronosticar el consumo de energia eléctrico
en una empresa refinadora de petréleo. Como variables de entrada al modelo consideraron las
siguientes: petroleo refinado diario, uso diario de las unidades industriales, tipo de petroleo
refinado, consumos diarios de energia eléctrica y combustibles fésiles usados en el proceso de
refinamiento y condiciones climéticas de la temporada. Para su evaluacién y comparacién,
pronosticaron con varios modelos de SVM con distintos kernels con y sin el algoritmo PSO.
Encontraron que los que utilizaban el algoritmo PSO mejoraba la precision del prondstico
y, particularmente, el modelo que usaba el kernel RBF era el mejor con un error MAPE de
1,4646 %.

Jain et al. [20] en el 2014 propusieron pronosticar el consumo de un edificio de la ciudad
de New York utilizando la informacion de consumos de energia eléctrica, la radiacion so-
lar y la temperatura capturada por varios sensores distribuidos por todo el edificio. Como
modelo de prondstico, optaron por utilizar el método de SVM y considerar otras variables
de entrada como el tipo de dia (semana o fin de semana) y el seno y el coseno de la hora.
Para la validacién del modelo, probaron distintas configuraciones combinando prondsticos
cada 10 minutos, por hora y diario y varios escenarios espaciales. Encontraron que la mejor
combinacion era pronosticar por pisos completos del edificio y con una granularidad horaria.

Zhang et al. [34] en el 2016 presentan dos modelos de SVM, uno utilizaba el pardmetro
epsilon y el otro, el pardmetro nu, combinados ambos con el algoritmo DE para determinar
sus parametros de configuracion y los pesos de los modelos. Utilizando como variable de
entrada un dataset con el consumo histérico de un ano de energia eléctrica de un edificio de
Singapur pronosticaron el consumo con una granularidad de 30 minutos y diaria. Para validar
los dos modelos, los compararon contra otras tres variantes de modelos SVM y obtuvieron
que los modelos propuestos los superaban. También, pudieron observar que para el prondéstico
de 30 minutos su error MAPE era 3.767 % y el valor del peso del pardmetro nu era alto,
mientras que, para el prondstico diario, su error MAPE era 5.843 % vy el valor alto, el del
peso epsilon.
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Largo plazo

Los autores Zhang & Rui [48] en el 2007 compararon dos modelos SVM para pronosticar
el consumo de energia eléctrica anual de China. El primer modelo fue de tipo univariado
y utilizaba como variable de entrada los datos histéricos de consumos de energia historica
del 1985 al 2005. Por el contrario, el segundo modelo fue de tipo multivariado y ademés
considero las siguientes variables de entrada: GDP per capita, HIS y EIS. Como conclusion
demostraron que el modelo que consideraba las variables socio-macroeconémicas mejoraba
la precision del pronostico.

H. Hibridos (H)
Corto plazo

Li & Su [33] desarrollaron, en el 2010, un modelo hibrido denominado Genetic Algorithm-
Hierarchical Adaptive Network-Based Fuzzy Inference System (GA-HANFIS), el cual uti-
lizaba un algoritmo genético con una red jerarquica adaptativa basada en un sistema de
inferencia difusa que disminufa la dimensién de las reglas base. Lo utilizaron para pronos-
ticar el consumo diario de energia eléctrica del aire acondicionado de un hotel a partir de
los datos histéricos de consumo de energia eléctrica y temperatura. Para validarlo, lo com-
pararon usando la métrica CV contra otros modelos de ANN y GFS pudiendo comprobar la
superioridad de éste.

Un ano maés tarde, los autores Li, Su & Chu [25] plantearon un modelo hibrido que
combinaba una ANN con un GFS para pronosticar el consumo mensual de energia eléctrica
de un edificio y lo compararon contra un modelo tradicional de ANN de tipo FF con una
sola capa oculta. Para la validacion de éste, utilizaron dos datasets con distintas variables,
para el primero, temperatura, radicaciéon solar, humedad y velocidad del viento y para el
segundo, so6lo la temperatura y la cantidad de ocupantes del edificio. Después de realizar 5
ejecuciones por cada dataset, como resultado final obtuvieron que el modelo propuesto era

superior y que ademas se ejecutaba practicamente en el mismo tiempo que el modelo de
ANN.

En el 2015, Li et al. [29] propusieron un nuevo método basado en un enfoque fisico-
estadistico disenado para tener en cuenta la heterogeneidad y complejidad de los edificios
con el fin de mejorar la precisiéon del prondstico. Dicho modelo hibrido estaba compuesto
por un método fisico, un modelo ARIMA, una SVD y un método Convexr Hull de bases
tedricas similares a las SVM. Compararon el modelo propuesto con dos modelos de SVM,
uno lineal y el otro no lineal, usando para el no lineal la funcién RBF. Para su entrenamiento
y validacién, utilizaron informacion de cuatro edificios de Finlandia obteniendo resultados
para ellos satisfactorios.

Largo plazo

Los autores Meng, Niu & Sun [39] publicaron un articulo en el 2011 con un modelo hibrido
que descomponia la serie de tiempo usando la técnica DW'T en series de tiempos mas simples.
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Como resultado de la descomposicién, obtuvieron una serie de tendencia pronosticada con
un modelo GM y las series de frecuencia periédicas pronosticadas con un modelo ANN de
tipo RBF. Finalmente unieron resultados para obtener el prondstico mensual de consumos
de energia. Como dataset de entrenamiento, tomaron la informacion de consumos de energia
de China desde enero de 1990 hasta diciembre del 2016 obtenida del sitio web Chinese
Economic and Financial Database of the China Center for Economic Research (CCER).
Finalmente, compararon el modelo propuesto con otros tres modelos utilizando las métricas
de error MaxAPE, MAPE, MAAPE y GMARE, resultando ser el mejor solo para las métricas
MaxAPE y MAPE.

En el 2012, Zhang & Wang [44] propusieron para pronosticar el consumo de energia anual,
un modelo hibrido denominado FWNN, que combinaba los modelos ANN y GFS y des-
componia la serie de entrada de consumos de energia en wavelets. Este modelo tenia como
caracteristicas su rapida convergencia al resultado, su facilidad de implementacién y su supe-

rior capacidad con respecto al modelo GM contra el cual lo compararon utilizando la métrica
MAPE.

En el mismo ano, Tang et al. [26] desarrollaron un modelo hibrido, que combinaba el EEMD
y el LSSVR, con el fin de pronosticar los consumos mensuales de energia eléctrica nuclear
de China. El modelo consistia en descomponer la serie de tiempo de CEE en series mas
simples y predecir dichos componentes por separado para luego obtener la composicion del
valor de prondstico final. Como dataset de entrenamiento utilizaron la informacién obtenida
de la Wind Database con los consumos de energia nuclear de China de marzo del 1993 a
enero del 2010. Finalmente, evaluaron y compararon los modelos hibridos EEMD-LSSVR-
ADD, EMD-LSSVR-LSSVR y EMD-LSSVR-ADD a través de las métricas RMSE y MAPE
contra otros modelos tradicionales como SVR, LSVVR, ANN y ARIMA, obteniendo como
resultado que el mejor era el modelo hibrido EMD-LSSVR-LSSVR.

Por otra parte, Tang et al. [42] plantearon en el 2015 combinar el método de modelado
basado en las caracteristicas de los datos y utilizaron la técnica Decomposition and Ensemble
para construir los modelos de pronésticos de CEE de tipo nuclear. Para esto construyeron dos
modelos, el primero usaba el conjunto de modelos ARIMA-LSSVR y el segundo, LVSSVR-
LVSSVR. También construyeron y evaluaron los modelos ARIMA, FNN y LSSVR de forma
individual para compararlos contra los propuestos. Como conclusiéon demostraron que éstos
eran superiores.

Barack & Sadegh [38] propusieron un modelo hibrido para pronosticar los consumos de
energia anual de Irdn, el cual combinaba un modelo lineal (ARIMA) con otro no lineal (GFS)
con el fin de obtener las ventajas de ambos modelos. Probaron tres patrones de configuracion
entre ambas técnicas e identificaron que el mejor patrén era el tercero, el cual usaba el método
AdaBoost con la estructura ANFIS de Genfis3 y el algoritmo de entrenamiento BP. Ademas,
este modelo obtuvo mejores resultados, medidos con la métrica de error MSE, contra otros
modelos como Single ARIMA, Single ANFIS, ANN, Zhang, Khashei & Bijari y Babu &
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Reddy.

I. Otros
Corto y largo plazo

Singh & Yassine [51] 2018 propusieron en el 2018 un novedoso modelo que utilizaba minerfa
de datos a través de andlisis de patrones frecuentes en series de tiempo de energia y una
técnica de clustering no supervisada para obtener las reglas de asociacion que serian el insumo
para luego pronosticar los resultados utilizando un modelo de redes bayesianas. Para el
entrenamiento, crearon un dataset sintético a partir del dataset real ISSDA-The Irish Social
Science Data Archive con series de tiempo de consumos de energia de 21 artefactos eléctricos
de una casa con una resoluciéon de un minuto. Para la evaluacion de dicho modelo utilizaron,
dos datasets reales, el dataset UK-DALE con la serie de tiempos de consumos de energia
de 109 artefactos eléctricos recolectado de 5 casas del sur de Inglaterra con una resolucién
de tiempo de seis segundos y el dataset AMPds2-Almanac of Minutely Power con las series
de tiempo de consumos de electricidad, agua y gas natural con una resoluciéon de un minuto
de un hogar residencial de Canada desde el 2012 al 2014. Finalmente, evaluaron el modelo
utilizando distintos tamanos de datasets de entrenamiento (25 %, 50% y 75 % del total de
éste) tanto para el corto como largo plazo y lo compararon contra otros dos modelos que
utilizaban técnicas distintas, SVM y ANN con configuracion MLP obteniendo como resultado
la superioridad del modelo propuesto sobre éstos en todos los casos de entrenamiento.

3.4.2. Hallazgos y resultados de la RSL desarrollada

En esta seccion se presentan diferentes analisis descriptivos obtenidos a partir de los articu-
los seleccionados. En la Figura 3-3 se visualiza la distribucién de los articulos por tipo de

técnica/modelo de prondstico. Como se puede apreciar, la técnica/modelo méas usada/o es
la ANN seguida/o por los hibridos y ARIMA.

En la Figura 3-4 se grafica la distribucién de los articulos de acuerdo con la escala de
tiempo. Permite visualizar que la mayoria de ellos corresponden a pronosticos de largo plazo.

A continuacion, se presentan los resumenes de los articulos clasificados segiin las siguientes
caracteristicas: modelos, variables utilizadas y métodos de error. En la Tabla 3-4 y Tabla
3-5 se expone el resumen de las caracteristicas de los articulos de prondstico de corto plazo
y largo plazo respectivamente.

Publicaciones y ano de publicacion

La Figura 3-5 muestra la cantidad de publicaciones de articulos y su evolucién por ano
para las diferentes escalas de tiempo de los prondsticos y para la suma de ambos, donde
claramente se puede evidenciar el auge de los trabajos de investigacién sobre los modelos de
prondsticos en los ultimos anos.
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Tabla 3-4.: Resumen articulos pronésticos corto plazo. P: Modelo Propuesto — X: Modelo

Comparacion

Referencias [17] [20] [25] [29] [33] [34] [37] [43] [47] [49] [50] [51] [52] [53] [54] [57] [60] [62]
Modelos

ANN P X X P X P X P X P P P
ARIMA P P P

H P P

RM X P

SVM P X P X X X P

Otros P P X

Variables

Dia X X
CEE
FH X X
Hora
RS

T
Tipo Dia
WS X

Otras X X X X
Meétodos de error

()% X X X

MAE X

MAPE X X X X X X X X X
ME X

MSE X X

R X

RMSE X
Otros
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Tabla 3-5.: Resumen articulos prondsticos largo plazo. P: Modelo Propuesto — X: Modelo

Comparacion

Referencias [18] [19] [21] [22] [23] [24] [26] [27] [28] [1] [30] [31] [32] [35] [36] [38] [39] [40] [41] [42] [44] [45] [46] [48] [55] [56] [58] [59] [61]
Modelos
ANN P P P X X X P X P X X P X P P P X P
ARIMA P X X P X P X X P
GFS X

GM P P X

GP P P P

H P P P P P

RM X X P P P X

SVM X X X P X
Variables

Ano X X

CEE X X X X X X X X X X X X X X X X X X X X X X X X X X X
EXP X X

FH X X
GDP X X X 3
IMP X X X X
POP X X X '
Fuel Price X

Energy Price X X
RS X

T X X

Ws

Otras X X X
Meétodos de error

APE X X X X
Dstat X X

MAE X 3 X

MAPE X X X X X X X X X X X
MSE X X X 3

R X X X

RMSE X X X X X
Otros X X X X X X
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Figura 3-5.: Publicacion de articulos por afio por escala de tiempo del prondstico

Modelos usados

En la Tabla 3-6 se observa que el modelo de ANN es el mas usado para la construccién de
las soluciones de prondsticos independientemente de la escala de tiempo a predecir. A éste
le siguen los modelos de ARIMA e Hibridos, los cuales se usan casi al mismo porcentaje en

corto y largo plazo.

Tabla 3-6.: Modelos propuestos en los articulos por escala de tiempo del pronéstico
Escala/Modelo ANN ARIMA GFS GM H RM SVM Otros
Corto plazo 7 3 0 0 3 1 3 1
Largo plazo 10 4 1 2 5 3 1 0

Total 17 7 1 2 8 4 4 1
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Variables de entrada

Para los pronésticos de corto plazo como los de largo plazo, la variable mas utilizada es
el CEE como lo indican las Figuras 3-6 y 3-7 respectivamente.

Otras Hora Tipo Dia Dia

16

14

12

Articulos
=
I =y [=)] 0o (=]

=)

Variables

Figura 3-6.: Ranking de variables utilizadas en prondsticos de corto plazo

Métodos/Técnicas de error

Para el calculo de la precision de los modelos propuestos, la técnica de error MAPE es la
més utilizada (Figura 3-8 ) independiente de la escala de tiempo.

3.4.3. Discusion de la RSL desarrollada

Todas las soluciones propuestas en los articulos revisados de la RSL se han aplicado con
éxito para la prediccién del CEE en sus respectivos contextos. Cada técnica posee ciertas
caracteristicas ventajosas que deben aplicarse adecuadamente al caso de estudio.

Si bien, como se muestra en la Figura 3-4, el 60 % de los articulos revisados corresponde a
pronosticos de largo plazo, cabe senalarse la tendencia creciente de articulos de corto plazo
en los tltimos afnos (Figura 3-5), conjuntamente la tendencia creciente de ambos, lo cual da
cuenta de que este tema sigue siendo de interés para la investigacion en la actualidad.

Con relacién a los modelos empleados, se observa que, independientemente de la escala
de tiempo considerada, el ANN es el mas usado debido a que tiene més ventajas que los
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modelos estadisticos por su versatilidad y capacidad de generar la relacion de entrada y
salida sin hacer compleja la dependencia con las variables de entrada. Por su parte, los
modelos basados en ARIMA muestran una leve preeminencia en los prondsticos de largo
plazo, mientras que GFS y GM no tienen aplicacion en el corto plazo. Cabe mencionar que
varios autores proponen la utilizacién de modelos hibridos o un conjunto de modelos para
superar las desventajas de cada modelo, por ejemplo, la combinacién de una técnica lineal
con una no lineal. Otro claro ejemplo es la utilizacion de un modelo ANN con un algoritmo
que ayuda a calcular los pesos iniciales de los nodos evitando que queden en un minimo local
y que resulten de convergencia lenta. Es importante resaltar que, aunque las ANN sean el
modelo mas utilizado, en los articulos revisados esto no constituye evidencia para afirmar
de forma absoluta que es el mejor modelo, debido a que, en las contrastaciones, no se utiliza
el mismo conjunto de datos ni se mide la precision de los resultados utilizando la misma
técnica para el calculo del error. Otras diferencias que se evidencian es el no uso de las/os
mismas/os técnicas/modelos en las distintas escalas de tiempo y que el método ARIMA sélo
aplica para pronosticos de tipo univariados.

Con respecto a las variables de entrada, la més utilizada en todas las soluciones propuestas
independientemente de sus caracteristicas especificas es el CEE. A fin de redundar en mejores
resultados, en los estudios de corto plazo la variable complementaria de mayor recurrencia
es la temperatura, mientras que en los de largo plazo lo son las variables macroeconémicas
como GDP y POP.

Si bien mayoritariamente el error es medido con MAPE, en un 60% de los articulos se
implementé un conjunto de otras técnicas, tales como RSME, MSE y MAE, para dar mayor
fiabilidad y validacién a los modelos.

Finalmente, la metodologia de investigacién/trabajo de los articulos se basé mayoritaria-
mente en casos de estudio aplicados por ser la que brinda mejores posibilidades para desa-
rrollar herramientas de prondsticos que permitan resolver los distintos problemas planteados
en el mundo real.

3.4.4. Articulos de la RSL: A review on time series forecasting
techniques for building energy consumption
En la Tabla 3-7 se enumeran los articulos analizados de la RSL del 2017 A review on time

series forecasting techniques for building energy consumption [13] de los autores Chirag Deb
et al.
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Tabla 3-7.: Articulos de la RSL analizada
#-Ref  Articulo Autores Ano Citaciones
1-[63] Sypport vectlor machines experts for time se- Cao, L. 2003 414
ries forecasting
2-[64] Load forecasting using support vector machi- Chen, B. J. and Chang, M. 2004 335
nes: a study on EUNITE competition 2001 W. and Lin, C. J.
3-[65] Ap;z)lg‘/ing support vector ‘mac‘hines ‘to prec?z'ct Dong, B. and Cao, C. and 92004 309
building energy consumption in tropical region  Lee, S.E.
Forecasting regional electricity load based on .
Pai, P. F. and Hong, W.
4-[66] recurrent support vector machines with genetic Cal and Hons 2005 286
algorithms '
Comparison between detailed model simulation
. ) Hernandez Neto, A. and
5-[17] and artificial neural network for forecasting . . 2008 267
. ) Sanzovo Fiorelli, F.
bwilding energy consumption
Support vector machines with simulated an- .
Pai, P. F. and H W.
6-[67] nealing algorithms in electricity load forecas- Cal’ anc Hous, 2005 265
ting ’
7-[68] Applications of improved grey‘prediction mo- Hsu, C. C. and Chen, C. 9002 9263
del for power demand forecasting Y.
Taylor, J. W. and de Me-
g9 A c:mp “75:”. (.)f u;ivarizte mtethocfls J Orhf Or;' n:;’esr 'L M. and eMcg— 2006 251
casting electricity demand up to a day ahea harry, P. E.
9-[70] Grey .p?"ediction with mlli@g mechanism for Akay, D. and Atak, M. 9006 935
electricity demand forecasting of Turkey
10-[71] Short—t'erm load forecastmg using general ex- Christiaanse, W. R. 1971 998
ponential smoothing
Chaotic particle swarm optimization algo-
11-[72] rithm in a support vector regression electric Hong, W. C. 2009 200
load forecasting model
Prediction of hourly energy consumption in ,
G lez, P. A. and Za-
12-[73]  buildings based on a feedback artificial neural onsaes, A28 9005 193
marreno, J. M.
network
13-[74] Greek l.ong-tefm .energy consumption predic- Ekonomot, L. 2009 188
tion using artificial neural networks
o i Sorjamaa, A. and Hao, J.
14-[75] Mezlfhodology for long-term prediction of time and Reyhani, N. and Ji, Y. 2007 189
serues and Lendasse, A.
15-[76] Powe7‘" load forecasting usi@g ‘sup.port vector Niu, D. and Wang, Y. and 2010 177
machine and ant colony optimization Wu, D. D.
16-[77] A.pplyh.zg wavelets to short-term load forecas- Bashir, Z. A. and FEl- 92009 175
ting using PSO-based neural networks Hawary, M. E.
Modeling and predicting building’s energy use
Karat S. and Santa-
17-[78] with artificial neural networks: methods and ara-asou, and santas - oqg5 172
mouris, M. and Geros, V.
results
Integration of artificial neural networks and Azadeh, A. and Ghaderi,
18-[79] genetic algorithm to predict electrical energy S. F. and Tarverdian, S. 2007 171

consumption

and Saberi, M.
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#-Ref  Articulo Autores Ano Citaciones
. ) . Li, Q. and Meng, Q. and
Appl t t h t dict
oo Apbing support uector machine to-predict G5 53T o T e 170
ourly cooling load in the building and Mochida A.
Electricity demand analysis using cointegra-
20-[81]  tion and ARIMA modelling: a case study of Erdogdu, E. 2006 152
Turkey
21-[87] gllectric load forecasting by support vector mo- Hong, W. C. 9008 151
e
29-[83] Trz‘ple seasonal meth?ds for short-term electri- Taylor, J. W. 2010 150
city demand forecasting
23-[34] A trigO@ometric 'g?”ey prediction approach to Zhou, P. and Ang, B. and 92005 149
forecasting electricity demand Poh, K.
24-[19] f:ﬂ?lnffiﬂfﬁ ZinZuZi?0n££§Z$ongziy Azadeh, A. and Ghaderi, ) 145
. g 7 : S. F. and Sohrabkhani, S.
dustrial sectors
A . ) .
new hybrid modzﬁefl firefly algorithm and Kavousi-Fard, A. and Sa-
25-[85]  support vector regression model for accurate . 2014 145
. met, H. and Marzbani, F.
short term load forecasting
Forecasting energy consumption of multi-
family residential buildings using support vec- Jain, R. K. and Smith, K.
26-[20] tor regression: Investigating the impact of tem- M. and Culligan, P. J. and 2014 142
poral and spatial monitoring granularity on Taylor, J. E.
performance accuracy
27-[21] Forecasti@g of Turkey’s net electricity energy Hamzacebi, C. 2006 136
consumption on sectoral bases
P . . i
o.recastmg of CO? emzsszonis‘, ene?"gy cm'zsum Pao, H. T. and Fu, H. C.
28-[86]  ption and economic growth in China using an 2012 136
. and Tseng, C. L.
improved grey model
A particle swarm optimization to identifying
Huang, C. M. and Huang
29- ARMAX - - ’ T2 1
9-[87]  the . R model for short-term load fore C. J. and Wang, M. L. 005 36
casting
Forecasting energy consumption using a grey
30-[22] model improved by incorporating genetic pro- Lee, Y.-S. and Tong, L.-I. 2011 134
gramming
Predicting hourly cooling load in the building: Li, Q. and Meng, Q. and
31-[88] a comparison of support vector machine and Cai, J. and Yoshino, H. 2008 129
different artificial neural networks and Mochida A.
32-[89] A.n improved grey—ba'sed approach for electri- Yao, A. W. L. and Chi, S. 92003 125
city demand forecasting C. and Chen, J. H.
Electric load forecasting by seasonal recurrent
33-[90]  SVR (support vector regression) with chaotic Hong, W. C. 2011 120
artificial bee colony algorithm
An evaluation of methods for very short-term
34-[91] load forecasting using minute-by-minute Bri- Taylor, J. W. 2008 118

tish data
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#-Ref  Articulo Autores Ano Citaciones
Time series prediction using RBF neural net-
35-[92] works with a nonlinear time-varying evolution  Lee, C.-M. and Ko, C.-N. 2009 117
PSO algorithm
36-[03] Sh?rt—term load forecasting with exponentially Taylor, J. W. 9012 104
weighted methods
Predicti ' ' ' E . E. N
37-[04] Tedzctmg future houﬂy reszd?ntzal electrical dwards, R and New, 92012 101
consumption: a machine learning case study J. and Parker, L. E.
Short term electric load forecasting by wavelet Bahrami, S. and Hoosh-
38-[95] transform and grey model improved by PSO mand, R.-A. and Paraste- 2014 97
(particle swarm optimization) algorithm gari, M.
Forecasting electricity consumption: a compa- Kaytez, F. and Taplama-
39-[96] rison of regression analysis, neural networks cioglu, M. C. and Cam, E. 2014 94
and least squares support vector machines and Hardalac, F.
40-[97] Forecasting tﬁe annual ?le?tmczty consumption Hamzacebi, C. and Es, H. 9014 90
of Turkey using an optimized grey model A.
41-[98] A sz'mple. method of forecasting based on fuzzy Singh, S. R. 2013 38
time series
Hong W.-C. and Dong,
42-99)] Cyclic .electmc 'load for"ecastmg by seasonal Y. and Zhang, W. Y. 92007 85
SVR with chaotic genetic algorithm and Chen, L.-Y. and Pa-
nigrahi, B. K.
Forecasting monthly electric energy consum-
Abdel-Aal, R. E. and Al-
43-[100]  ption in eastern Saudi Arabia using univariate eraah a 1997 84
. , , Garni, A. Z.
time-series analysis
o] Monthly .eZcZ"icityl O?emcjztnd forecastling tbasez Chang, P-C. and Fan C.- o1l “
on & weighted evolving fuzzy neural network .. Lin, J-J.
approach
Azadeh, A. and Saberi M.
Improved estimation of electricity demand zacen, .an Saberi .
45-(102]  function by integration of f. . dd and Ghaderi, S. F. and Gi- 9008 80
unction by integration of fuzzy system and da- . forouz, A. and Ebrahimi-
ta mining approach
pour, V.
Prediction of energy demands using neural .
Yok R. and Wak
46-[103]  network with model identification by global op- oRoyatha, B and Wakilh 9408 78
L T. and Satake, R.
timization
. . _ Mao, H. and Zeng, X.-J.
hort and mid-t load t ’ !
47-[104] filz;l‘i)" ti;iatii’;lmngelforecas g USIG @ nd Leng, G. and Zhai, Y. 2017 78
p and Keane, J. A.
. Ceperic, E. and Ceperic,
A .
48-1105] strategy for short t'erm load.forecastmg by V. and Member, S. and 2013 77
support vector regression machines .
Baric, A.
A - ' Y H.-T. H
49-[106] 'new short te7.”n.z load forecasting approach ang, and Huang, 1998 77
using self-organizing fuzzy armaz models C.-M.
Application of residual modification approach ~Wang, Y. and Wang, J.
50-[107]  in seasonal ARIMA for electricity demand fo- and Zhao, G. and Dong, 2012 71
recasting: a case study of China Y.
Hubri . . ) i
51-[108] ybrid evolutionary algorithms in a SVR Hong, W.-C. 2007 7

based electric load forecasting model
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#-Ref  Articulo Autores Ano Citaciones
o . .
n integrated fuz.zy regre.sszm? algorlzthm for Azadeh, A. and Saberi, M.
52-[109]  energy consumption estimation with non- . 2010 70
; and Seraj, O.
stationary data: a case study of Iran
53-[110] A methodology for electric power load forecas-  Almeshaiei, E. and Soltan, 2011 69
ting H.
Bianco, V. and Manca, O.
Analysi d ti idential ’ §
pafi11] Analysis and forecasting of monresidential -\ N gini S and Minea 2010 68
electricity consumption in Romania A A
Analysis and design of a Taguchi—Grey based .
Yao, A. W. L. and Chi, S.
55-[112]  electricity demand predictor for energy mana- Cao, an b 2004 66
gement systems ’
o . ) Hooshmand, R.-A. and
56-[113] A hybrid zntellzg?nt algorithm based short- Amooshahi, H. and Paras- 2013 65
term load forecasting approach .
tegari, M.
57-[114] Compm:mg lme.m‘“ and nonlm?ar forecasts for Pao, H.-T. 2004 63
Taiwan’s electricity consumption
A : o
n adaptzz')e. fuzzy combination model based on Che, J. and Wang, J. and
58-[115]  self-organizing map and support vector regres- 2012 61
. . . Wang, G.
sion for electric load forecasting
o6 f ourlyt.coolmgdl?abd p;edzctzm lbgialjo.mbm;d Yao, Y. and Lian, Z. and Yoo "
orecasting model based on Analytic Hierarchy Lin, S. and Hou, Z.
Process
A new ARMAX model based on evolutionary Wang, B. and Tai, N. and
60-[117]  algorithm and particle swarm optimization for Zhai, H. and Ye J. and 2008 58
short-term load forecasting Zhu, J. and Qi, L.
Modeling and forecasting energy consumption  Lii, X. and Lu, T. and Ki-
61-[29]  for heterogeneous buildings using a physi- bert, C. J. and Viljanen, 2015 56
cal-statistical approach M.
Artificial neural network model for forecas- Chae, Y. T. and Horesh,
62-[118]  ting sub-hourly electricity usage in commercial R. and Hwang, Y. and 2015 53
buildings Lee, Y. M.
szelserztes fzrecai:ng byt'evollvmgthartzﬁzz;l Donate, J.P. and Li, X.
neural networks with genetic algorithms, dif-
63-[119] ‘ ) geneue agoriiins, G- .14 Gutiérrez Sénchez, G. 2013 53
ferential evolution and estimation of distribu- . .
, ) and Sanchis de Miguel, A.
tion algorithm
Hybri ARIMA M. - Nie, H. Li .
64-[120] ybrid of R and SVMs for short-term .1e, and Liu, G. and 92012 53
load forecasting Liu, X. and Wang, Y.
Forecasting diurnal cooling energy load for Deb, C. and Eang, L. S.
65-[121]  dnstitutional buildings using Artificial Neural and Yang, J. and Santa- 2015 50
Networks mouris, M.
A ) . . i
pplyzng grey forecasting to prea'izctmg the ope Jiang, Y. and Yao, Y. and
66-[122]  rating energy performance of air cooled water 2004 50
. Deng, S. and Ma, Z.
chillers
Day-ahead electricity price forecasting via the L
P kidis, I. P. and Da-
67-[123]  application of artificial neural network based atapaiidis, AL 9016 48

models

goumas, A. S.
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#-Ref  Articulo Autores Ano Citaciones
L . . Lim, Y.-D. and Kim, S.-C.
68-[124] A predzct'we demand of the mazimum electric and Park, J.-O. and Choo, 2001 48
power using chaos-fuzzy
Y.-G.
Li, P. and Li, Y. and
Avvlicati . ed E i ; ;
69-[125] pplication ?f a hybrid quantized lmqn neu Xiong, Q. and Chai, Y. 2014 48
ral network in short-term load forecasting
and Zhang, Y.
Short term load forecast using fuzzy logic and Chaturvedi, D. K. and
70-[126]  wavelet transform integrated genmeralized meu- Sinha, A. P. and Malik, O. 2015 48
ral network P.
71-[127] A grey-boxl model of next-day bu‘zldmg thermal Zhou, Q. and Wang, S. 9008 47
load prediction for energy-efficient control and Xu, X. and Xiao, F.
2 . o o Thai
79-128] c?recastmg. el('fctmczty demand in Thailand Kandananond, K. 2011 46
with an artificial neural network approach
) Li, G.-D. and Wang, C.-H.
A _ b b
73-(129] research .on fhort term load forecafstmg pro- 4 Masuda, S. and Na. 2011 46
blem applying improved grey dynamic model gai, M
Electric load forecasting by the SVR model Fan, G.-F.and Peng, L.-L.
74-[130]  with differential empirical mode decomposition —and Hong, W.-C. and Sun, 2016 46
and auto regression F.
A hybrid simulation-adaptive network based Azadeh, A.and Saberi, M.
75-[131]  fuzzy inference system for improvement of and Gitiforouz, A. and Sa- 2009 46
electricity consumption estimation beri, Z.
Building’s electricity consumption prediction . .
Li, K. H . L
76-[132]  using optimized artificial neural networks and I, K. and Hu, C. and Liu, 2015 44
o . G. and Xue, W.
principal component analysis
4 . . . )
77-[133] hyb?"zd dynamic and fuzzy tzmehsemes model Lee, W-J. and Hong, J. 2015 43
for mid-term power load forecasting
. . . Chitsaz, H. and Shaker,
78-[134] g?:r;fzr:;izczgty load forecasting of buil- | i Zareipour, H. and 2015 42
g J Wood, D. and Amjady, N.
Short-t load » . Jin, M. and Zhou, X. and
79-[135) O OTUTICrT POWET L0ad JOTCCASHNG USIG JTCY gy ang, Z. M. and Tentze- 2012 42
correlation contest modeling .
ris, M. M.
il eine gheonder et ey i oo EVSACIE: R and Sadac
80-[136 i ~ H.J.and Abdullah, A. H. 2013 42
[136] ries (RHWEFTS-ICA) for short term load fo- J ane et
) and Gani, A.
recasting
Short term load forecasting wusing wavelet
h . seelat-
81-[137]  transform combined with Holt—-Winters and }Slszeer, G. and Suseelat 2015 41
weighted nearest neighbor models T
Zhang, W. Y. and Hong,
82-[138] Applicqtion of SVR u'n'th chaotic GASA algo- W—C and Dong, Y. and 92012 40
rithm in cyclic electric load forecasting Tsai, G. and Sung, J.-T.
and Fan, G.
Application of seasonal SVR with chaotic gra-
83-[139]  witational search algorithm in electricity fore- Ju, F.-Y.and Hong, W.-C. 2013 39

casting
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Tona: - -
84-[140] fuozzz fgﬁaéozjfpizgzasmng by a collaborative Chen, T. and Wang, Y. 2012 36
A de NN based method to short-t
85-[141) 1 etV cascads ST VAsCR MEHO TO SMOTEYETI e ihi, S. and Keynia, F. 2013 36
load forecast in deregulated electricity market
Short term load forecasting technique based on  Wu, J. and Wang, J. and
86-[142]  the seasonal exponential adjustment method Lu, H. and Dong, Y. and 2013 35
and the regression model Lu, X.
Ghofrani, M. and Gha-
A . i ) . )
87-[143] hy.b”dt Sh;’”;m; load fo;“‘”tmg with @ khloo, M. and Arabali, 2015 35
T
new input selection framewor A. and Ghayekhloo, A.
A -
new short term load forecqst method base.d Kouhi, S. and Keynia, F.
88-[144]  on meuro-evolutionary algorithm and chaotic . 2014 34
feature selection and Najafi Ravadanegh, S.
89-[145] Forecasting electric energy consumption using Nizami, J. and Ai-Garni, 1995 33
neural networks A. 7.
Techniques of applying wavelet transform in- .
Nengl T. and St 1
90-[146]  to combined model for short-term load forecas- CUEHNE, . ANE DWEMZCL 906 33
ting J. and Hongxiao, W.
Short-term load forecasting using a hybrid mo- Sadaei, H. J. and Enaya-
91-[147]  del with a refined exponentially weighted fuzzy — tifar, R. and Abdullah, A. 2014 32
time series and an improved harmony search ~ H. and Gani, A.
Moazzami, M. and Kho-
A 3 . . 9
92-[148] 2;1‘;]}?/”? day ]\C;h:,“d ple“k gmd forecasting 4 1 okhshian, A, and 2013 32
method for Iran’s National gri Hooshmand, R.
A wei LS-SVM j
03-[149] “ weighted LS-SVM based learning system Jor .\ p o and Tee, S-J. 2015 31
time series forecasting
Long-term load forecasting based on adaptive ) .
Akd: B. and Cetink
94-[150]  neural fuzzy inference system using real energy N emir, B. and Getinkay, 2012 30
data ’
A hybrid application algorithm based on the Chen, Y. and Yang, Y.
95-[151]  support vector machine and artificial intelli- and Liu, C. and Li, C. and 2015 30
gence: an example of electric load forecasting  Li, L.
A new linguistic out-sample approach of fuzzy . )
Efendi, R. and Ismail, Z.
96-[152]  time series for daily forecasting of Malaysian a an\/i:at Man smath 2014 29
n .
electricity load demand ’
, . ) . Chujai, P. and Kerdpra-
Time series analysis of household electric con-
97-[153 3 N. and Kerd 2013 28
[153] sumption with ARIMA and ARMA models ;?p, a Craprasop
08-[154] Forecasting residential electricity consumption Dikaios. T. E 1992 o7
in Greece using monthly and quarterly data o
Fuzzy based time series forecasting of electric
99-[155] load Otto, P. and Schunk, T. 1999 27
oa
A wavelet Elman neural network for short-
100-[156]  term electrical load prediction under the in- Kelo, S. and Dudul, S. 2012 23
fluence of temperature
101-[39] Forecasting Monthly Electric Energy Consum- Meng, M. and Niu, D. and 2011 99

ption Using Feature Extraction

Sun, W.
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102-[157] Algorithm, optimal.ﬁlter estimatqr and least El—naggar, K. M. and Al- 92006 91

error squares technique: comparative study rumaih, K. A.
Brown M. and
X . » o ,
103-[158] emel. regression for real-time building energy Barrington-Leigh. C 2011 20
analysis
and Brown, Z.
Fuzzy based time series forecasting of electric  Fernandez, 1. and Borges,
104-[159 2011 16
[159] load C. E. and Penya, Y. K.
Development of an energy prediction tool for Monfet, D. and Corsi, M.
105-[160]  commercial buildings using case-based reaso- and Choiniere, D. and 2014 16
ning Arkhipova. E.
. . . . Rezaeian-Zadeh, M. and
Hourly air temperature driven using multi-
106-[161]  layer perceptron and radial basis function net- Zand-Parsa, S. and Abg- 2012 15
ks i 4 and arid redi hari, H. and Zolghadr, M.
works in arid and semi-arid regions and Singh, V. P.
107-[162] A hybrid neural net@ork and ARIMA model Wang, X. and Meng, M. 92012 15
for energy consumption forcasting
Using support vector machine to predict next Fu Y. and Li 7. and
108-[163]  day electricity load of public buildings with o P 2015 14
. ) Zhang, H. and Xu, P.
sub-metering devices
109-[164] Forecais’tmg moln?fhly peak demand of electricity Rallapalli, S. R. and 2012 13
in India—a critique Ghosh, S.
Forecasting short-term electricity demand in
110-[163] resz'dcfntial sector based on support ve'ctor 7‘“6— Son. H. and Kim, C. 2015 12
gression and fuzzy-rough feature selection with
particle swarm optimization
Multivariate k-nearest neighbour regression for .
Al-Qaht F. H. d
111-[166]  time series data — a novel algorithm for fo- Qahtani, AL 9013 11
. . Crone, S. F.
recasting UK electricity demand
Xuemei, L. X. L. and Jin-
Building cooling load B21forecasting model ba- hu, L. J. L. and Lixing, D.
112-[167 2009 10
[167] sed on LS-SVM L. D. and Gang, X. G. X.
and Jibin, L. J. L.
7 4 i f instituti Deb, C. and Eang, L. S.
orecasting energy consumption of institutio-
113-[168] SHng energy P and Yang, J. and Santa- 2015 9
nal buildings in Singapore .
mouris, M.
114-169] Short-term electric load fore.casting using least  Bozié, M. a.t.nd Stojanovi, 2010 9
square support vector machines M. and Stajic, Z.
Modelling and forecasting the residential elec- Macaira, P. M. and Souza,
115-[170]  tricity consumption in Brazil with pegels expo- R. C. and Oliveira, F. L. 2015 9
nential smoothing techniques C.
Building-level occupancy data to improve Newsham, G. R. and Birt,
116-[171 201
6-(171] ARIMA-based electricity use forecasts B. J. 010 8
17-[172] Electriéity cqnsumption forecasting wusing Bolturk, E.. and Oztaysi, 9012 3
fuzzy time series B. and Sari, 1.U.
Abd Jalil, N. A. and Ah-
Electricity load d d ti j - ’
11g-[17g) Dlectricity load demand forecasting using e~ 4 “yp o Mohamed, 2013 8

ponential smoothing methods

N.
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119-[174] Opt.zmzzmg. of SYM with hybrid PSO Iand ge- Wang, Y. and Niu, D. and 2010 3
netic algorithm in power load forecasting Ma, X.
Machado Pereira, C. and
P . . ;- )
120-[175] uzzy modelmg to forecast an electric load ti Nunes de Almeida, N, and 2015 .
me series Velloso, M. L. F.
121-[176] A total fuzzy reg‘ressz.on algorithm for energy Azadeh, A and Seraj, O. 2008 6
consumption estimation and Saberi, M. A.
) . ) Lachut, D. and Banerjee
122-[1 P ’ 72014
[177] redictability of energy use in homes N. and Rollins, S. 0 6
123-[178] fe};(;;"t-term load forecasting using random fo- Dudek, G. 92015 6
124.(179] Neural networké.s in  forecasting electrical Nasr, G. E. and Badr, E. 2001 5
energy consumption A. and Younes, M. R.
125-[180] Zo;’ecastmg electricity consumption for Pakis- ?\(/Iasmeen, F. and Sharif| 2014 5
Fuzzy logic approach for forecasting half- )
126-[181 I I, Z. and M . 2011 5
[181] hourly Malaysia electricity load demand swail, Z. and Mansor, R
127-182] Application of zmpmved grey modgl m' long- Kang, J. and Zhao, H. 92012 5
term load forecasting of power engineering
Troncoso Lora, A. and Ri-
Time-series prediction: application to the quelme Santos, J. M. and
128183 " lp A jp . Riquelme, J.C and Expo- 2004 5
short-term electric energy deman sito A. G. and Martiné
Ramos J. L.
Identification of ARMAX model for short Hong-Tzer, Y. and Chao-
129-[184] term load forecasting: an evolutionary pro- Ming, H. and Ching-Lien, 1995 5
gramming approach H.
Fuzzy time-series model of electric power con- Ozawa, K. and Niimura,
130-1 1 4
30-[185] sumption T. and Nakashima, T. 999
E ) ing in UTP usi -
.lectrzczty load forecasting m U us.mg mo- 44l Karim, S. A. and
131-[186]  wing averages and exponential smoothing tech- Alwi. S A 2013 4
niques Wh 2 A
132-[187] Buz‘ldmg cooling load prediction based on time Zhuang: J. and Ch(.en, Y. 2015 3
series method and neural networks and Shi, X. and Wei, D.
T ) ) o
ime series fore.castmg method of building Liu, D. and Chen, Q. and
133-[188] energy consumption using support vector re- Mori. K 2015 3
gression T
134-[189] El?ctm‘cal load time series dgta forecasting Thiang, Y. K. 2010 3
using interval type-2 fuzzy logic system
135-[187] Buz.ldmg cooling load prediction based on time Zhuang J. and Che'zn, Y. 2005 3
series method and neural networks and Shi, X. and Wei, D.
136-[190] Z;}Z"fn rfzii‘ixfazo{oifffnlﬁi‘?@ﬂiﬁ Z{nihzzt Lei, 8. and Sun, C. and 3
i ~ Zhou, Q. and Zhang, X.
ries
137-[191] A novel building cooling load prediction based Xuemei, L. and Lixing, D. 2010 3

on SVR and SAPSO

and Lanlan, L.
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138-[192] Improving short t.erm load forecasting using Mohamed, N. an.d Ahmad, 2011 9
double seasonal arima model M. H. and Ismail, Z.
Improved electric power demand forecasting by Roger, T. and Oumarou,

139-[193]  adapting the weighted average to the MISMO H. and Gérard, M. and 2014 2
strategy Moses, T.

140-194] k-N]Y bgsed neuro-fuzzy system for time series Wei, C.-C. and Chen, T.- 2013 9
prediction T. and Lee, S.-J.

141-[195] Short term load forecasting using a .hybrzd mo- Baziar, A. and Kavousi- 2015 9
del based on support vector regression fard, A.
Time series models for forecasting monthly )

142-[196] . , Rashid, M. and Roken 2018 1
electricity peak-load for Dubai
Time-vari j ime-seri Liu, X. Bai, E.

143-197] ime-variant slide fuzzy tz'me series method Liu, and Bai, and 92010 1
for short-term load forecasting Fang, J. and Luo, L.

144-198] Mazimum length ?u'ezghted nearest ' neighbor  Colombo, T. and Koprins- 92015 1
approach for electricity load forecasting ka, I. and Panella, M.

Abosedra, S. and C

145-[199]  Demand for electricity in Lebanon B oseia, 5. afl@ LAPES 9009 0

146-[200] L?ad forecasting in a smart grid oriented buil- Twanabasu, S. R. and 2013 0
ding Bremdal, B. A.

147-[201] A time series analysis of electricity demand in  Katara, S. and Faisal, A. 2014 0
Tamale and Engmann, G. M.

148-202] odeling and forecasting energy consumption Abledu, G. K. 2013 0
in Ghana

149-[203] Forecasting electricity consumption wztﬁ neu- Ogcu, G. fmd Demirel, O. 9012 0
ral networks and support vector regression F. and Zaim, S.
T icati ine in  Zh : F.

150-204] he applzcat?on of support vector machine in ao, .W and Wang, 2012 0
load forecasting and Niu, D.

151-[203] Eval@aﬁon of a case—based‘reaso.ni‘ng energy Monfet, D. anc.l .Arkhipo— 92013 0
prediction tool for commercial buildings va, E. and Choiniere, D.

152-[206]  Load forecasting based on fuzzy time series Pei, A. 2015 0

153-[207] Application of improved gr?y prediction model  Li, G. an(.i Yamaguchi, D. 92008 0
to short term load forecasting and Nagai, M.
Dau- . . . Bindi hindris. M.

154-208] ay ahfaad load forecasting using exponential indiu, R, Chindris, 9009 0
smoothing, 6 and Pop, G. V.

155-[200] Very' short—term load fore‘casting using expo- Kotillové, A. 2011 0
nential smoothing and Arima models
Building cm.mtegmted hybrid m?del f(.)r short- Xue, J. and Xu, Z. and

156-[210]  term and mid-term load foreacsting with gene- 2012 0

. L Watada, J.

tic optimization
Short-term loa'd forecasting by artiﬁc'z'al neural Defilippo, S. B. and Neto,

157-[211]  networks specified by genetic algorithms — a . 2015 0

) . . G. G. and Hippert H. S.

stmulation study over a Brazilian dataset
Short-term load forecasting using a kernel-

158-[212]  based support vector regression combination Che, J. and Wang, J. 2014 0
model

159-[213] Forecasting energy consumption in Taiwan Pao, H. T. 9009 0

using hybrid nonlinear models
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The application of genetic algorithm in power

160-[214
[214] short-term load forecasting

Li, F. and Zhao, X. 2012 0

Asrari, A. and Javan, D.S.
and Javidi, M. H. and 2012 0
Monfared, M.

Application of gray-fuzzy-markov chain met-

161-[21
61-[215] hod for day-ahead electric load forecasting

3.4.5. Hallazgos y resultados de la RSL analizada

En esta seccion se presentan diferentes analisis descriptivos obtenidos a partir de los articu-
los analizados de la RSL. En la Figura 3-9 se visualiza la distribucién de los articulos por tipo
de técnica/modelo de prondstico. Como se puede apreciar, la técnica/modelo més usada/o
es el hibrido seguida/o por los ARIMA, ANN y SVM.

SVM; 17;11% ANN; 17;11%
Otros; 2; 1% = ANN
KNN; 7; 4% = ARIMA
ARIMA; 19; 12%
= ES
GFS
u GM
ES; 10;6% =GP
m Hibrido
! GFS; 13; 8% = KNN
Hibrido; 60;37% \ m Otros
SVM
GM; 15;9% :

GP; 1, 1%

Figura 3-9.: Distribucién de articulos por modelo/técnica de prondstico

En la Figura 3-10 se grafica la distribucion de los articulos de acuerdo con la escala de
tiempo. Permite visualizar que la mayoria de ellos corresponden a prondsticos de corto plazo
y en so6lo 4 articulos se proponen modelos tanto para el corto como para el largo plazo.

A continuacion, se presentan los resumenes de los articulos clasificados segun las siguientes
caracteristicas: modelos, variables utilizadas y métodos de error. En la Tablas 3-8, 3-9 y
3-10 se expone el resumen de las caracteristicas de los articulos de pronéstico de corto plazo
y en las Tablas 3-11, 3-12 y 3-13, los de largo plazo.
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= Corto
m Corto/Largo

= Largo

Figura 3-10.: Distribucién de articulos por escala de tiempo

Tabla 3-8.: Resumen articulos prondsticos corto plazo por modelo. P: Modelo Propuesto — X: Modelo Com-

paracién

Referencias ANN ARIMA GFS ES GM GP KNN H Otros RM SVM
[63] P X
[64] P
[17] P X
[69] X X P X
[71] P
[73] P
[75] P
[76] P X
[77] X P X
[78] P
[80] X P
[83] X P X
[85] X X P X
[20] P
[87] P
[88] X P
[89] P
[91] X P
[92] P
[93] X X P
[94] X X P
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Referencias ANN ARIMA GFS ES GM GP KNN H Otros RM SVM
[95] P
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RM SVM

ANN ARIMA GFS ES GM GP KNN H Otros
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Tabla 3-9.: Resumen articulos prondsticos corto plazo por variables utilizadas
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Tabla 3-10.: Resumen articulos pronésticos corto plazo por métricas de error

Referencia APE CV MAE MAPE ME

R RMSE
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Referencia APE CV MAE MAPE ME MSE Otros R RMSE
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Referencia APE CV MAE MAPE ME MSE Otros R RMSE
X X

SRR Rl

Tabla 3-11.: Resumen articulos pronésticos largo plazo por modelo. P: Modelo Propuesto — X: Modelo

Comparacion
Referencia ANN ARIMA GFS ES GM GP KNN H Otros RM SVM
[65] P
[66] X P X X
[67] X X P
[68] X P
[70] P
[72] X X X P X
[74] P X X
[79] X P X
[81] P
[82] X X P
[84] X P
[19] P X
[21] P X
[86] X P
[22] P X
[90] X P
[96] X X P
[97] P
[98] X P
[99] P
[100] P X
[101] P
[102] P
[107] P
[108] X P X
[109] X P X
[111] X P
[114] P X X
[119] P
[128] X P X
[131] X X P
[133] X P
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Referencia ANN ARIMA GFS ES GM GP KNN H Otros RM SVM

] X P
[139] X P
[140] X X P X
[145] P X
[150]
[153]
[154]

—
(S8
w

javiavilaviiav

g

Tabla 3-12.: Resumen articulos prondsticos largo plazo por variables utilizadas

Referencia Ao CEE Energy Price EXP FH GDP IMP Otras POP RS T Tipo Dia WS
[65] X X X X
[66] X
[67] X
[68] X
[70] X
[72] X
[74] X X X X
[79] X X X
[81] X X X
[82] X
[84] X
[19] X X
[21] X
[86] X X X
[22] X
[90] X
[96] X X X
[97] X
(98] X
[99] X
[100] X X X X X X
[101] X X X X X
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Tabla 3-13.: Resumen articulos pronosticos largo plazo por métricas de error
Referencia APE CV MAE MAPE ME MSE Otros R RMSE
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Publicaciones y ano de publicacion

La Figura 3-11 muestra la cantidad de publicaciones de articulos y su evolucién por
ano para las diferentes escalas de tiempo de los prondsticos y para la suma de ambos, donde
claramente se puede evidenciar que ano tras ano se incrementa la cantidad de investigaciones

sobre el tema de prondsticos.

25
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Figura 3-11.: Publicacion de articulos por ano por escala de tiempo del prondstico

Modelos usados

En la Tabla 3-14 se observa que el modelo de técnicas hibridas es el mas usado para la
construccién de las soluciones de prondsticos de corto plazo seguido de las ANN y ARIMA.
Para los de largo plazo, el mas utilizado es ARIMA seguido de las ANN y los hibridos. En
general, sin importar la escala, los més usados son los hibridos seguidos de los modelos que
usan ANN y ARIMA.

Tabla 3-14.: Modelos propuestos en los articulos por escala de tiempo del prondstico
Escala/Modelo ANN ARIMA GFS GM GP ES KNN H Otros RM SVM
Corto Plazo 40 27 7 10 1 9 6 47 10 7 23
Corto Plazo 20 28 6 8 4 3 2 20 5 15 11

Total 60 55 13 18 5 12 8 67 15 22 34
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Variables de entrada

Para los prondsticos de corto plazo como los de largo plazo, la variable mas utilizada es el
CEE como lo indican las Figuras 3-12 y 3-13 respectivamente. Para el corto plazo, le sigue
la variable T y para el largo plazo, Otras.

120
100
20
(5]
o
2 60
<
40
20 I I
CEE T Otras FH Tipo RS WS Dia Hora Afio Energy
Dia Price
Variables

Figura 3-12.: Ranking de variables utilizadas en pronésticos de corto plazo.

Métodos/Técnicas de error

Para el calculo de la precision de los modelos propuestos, la técnica de error MAPE es la
més utilizada (Figura 3-14) independiente de la escala de tiempo, seguida de RMSE y MAE.

3.4.6. Discusion de la RSL analizada

Todas las soluciones propuestas en los articulos revisados se han aplicado con éxito para la
prediccién, en su mayoria en CEE, en sus respectivos contextos. Cada técnica posee ciertas
caracteristicas ventajosas que deben aplicarse adecuadamente al caso de estudio.

Si bien, como se muestra en la Figura 3-10, un poco mas del 60 % de los articulos revisados
corresponde a prondsticos de corto plazo, cabe senalarse la tendencia creciente de articulos
de corto plazo en los iltimos anos a diferencia de los de largo plazo que tienen un tendencia
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Figura 3-13.: Ranking de variables utilizadas en pronésticos de largo plazo
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Figura 3-14.: Ranking de métodos/técnicas para el célculo de error en los modelos de
pronéstico
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decreciente (Figura 3-11), conjuntamente con la tendencia creciente de ambos, lo cual da
cuenta de que este tema sigue siendo de interés para la investigacion en la actualidad.

Con relacién a los modelos empleados, se observa que, independientemente de la escala
de tiempo considerada, el modelo hibrido es el mas usado debido a que se busca mejorar la
precision de los modelos y superar sus desventajas, por ejemplo, realizando la combinacién
de un modelo con una técnica lineal con un modelo con una no lineal. A éstos le siguen
los modelos de ANN debido a que tienen més ventajas que los modelos estadisticos por
su versatilidad y capacidad de generar la relacién de entrada y salida sin hacer compleja
la dependencia con las variables de entrada. Como tercera opcién mas usada, se tienen los
modelos ARIMA ya que son modelos estocasticos faciles de implementar y son los preferidos
para prondsticos univariables. Es importante resaltar que, aunque los hibridos sean el modelo
mas utilizado, en los articulos revisados esto no es suficiente evidencia para afirmar de forma
absoluta que es el mejor modelo, debido a que, en las contrastaciones, deberia utilizarse el
mismo conjunto de datos y al mismo tiempo, medirse la precisién de los resultados utilizando
la misma técnica para el calculo del error.

Con respecto a las variables de entrada, la mas utilizada en todas las soluciones propuestas
independientemente de sus caracteristicas especificas, es el CEE. A fin de redundar en mejores
resultados, en los estudios de corto plazo la variable complementaria de mayor recurrencia
es la temperatura, mientras que en los de largo plazo lo son las variables macroeconémicas
como GDP y POP.

Si bien mayoritariamente el error es medido con MAPE, en un 66 % de los articulos se
implementé un conjunto de otras técnicas, tales como RSME, MSE y MAE, para dar mayor
fiabilidad y validacién a los modelos.

Finalmente, la metodologia de investigacién/trabajo de los articulos estaba basada ma-
yoritariamente en casos de aplicacion real preponderando entonces sobre los realizados con
datos de simulacion.

3.4.7. Conclusiones sobre el capitulo 4 de Modeling and forecasting
electricity loads and prices: a statistical approach

La lectura del capitulo 4 del libro [14] permite evidenciar que el problema planteado en el
trabajo de investigacion es de vital importancia para el sector eléctrico debido a que, en la
ultima década, con la des-regulacién del mercado eléctrico y la introduccion de la competencia
han emergido nuevos desafios para los participantes del mercado eléctrico mayorista. La
volatilidad extrema de los precios, que puede ser incluso dos 6rdenes de magnitud mayor que
para otros activos, ha obligado a los productores y consumidores mayoristas a protegerse
no solo contra el riesgo de volumen sino también contra los movimientos de precios. Los
pronésticos de precios se han convertido en un aporte fundamental para la toma de decisiones
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y el desarrollo de la estrategia de una empresa de energia. Esto, a su vez, ha impulsado la
investigacion en el modelado y prondstico de los precios de la electricidad.

Weron senala que la extrema volatibilidad de los precios de energia del mercado eléctrico,
que puede ser incluso dos érdenes de magnitud mayor que para otros activos, ha obligado a
los productores y consumidores mayoristas a protegerse no solo contra el riesgo de volumen
sino también contra los movimientos de precios. Esto es debido a que, en la ultima década,
con la desregulacion del mercado eléctrico y la introduccién de la competencia han emergido
nuevos desafios para los participantes del mercado eléctrico mayorista. En consecuencia,
los prondsticos de precios se han convertido en un aporte fundamental para la toma de
decisiones y el desarrollo de la estrategia de una empresa de energia, impulsando, entonces,
la investigacion en el modelado y prondstico de los precios de la electricidad.

Ademas, el autor remarca la importancia fundamental de los 3 aspectos que se deben
considerar para el desarrollo de un modelo de pronésticos que son el impacto de la seleccion de
las variables exégenas para el caso de que se decida incluirlas en el modelo, la influencia de los
picos de precios pasados en el proceso de calibracién del modelo y las métricas utilizadas para
determinar la precisién de prondstico. Para este 1ltimo se recomienda utilizar principalmente
las métricas de error MAE y MAPE para los prondsticos con granularidad horaria.

Otro aspecto que resalta es la importancia de la calidad de los datos con los cuales se
trabaje ya que afectan de forma directa los resultados de los modelos de prondstico.

Finalmente, el autor expone varios casos de estudio aplicados donde se analizan varios
modelos, tanto univariables como multivariables, para la prediccién del precio de la energia,

entre ellos, los modelo tipo ARMA, GARCH, Naive y hibridos.

Lo arriba resenado pone en evidencia que el problema planteado en el trabajo de investi-
gacion es de vital importancia para el sector eléctrico, en general y particularmente para los
participantes del mercado eléctrico mayorista a la hora de tomar decisiéones que redunden en
negocios con mayor rentabilidad y con menor riesgo.
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4.1. Introduccion

En el presente capitulo se describe la ruta metodoldgica empleada para efectos de esta
investigacion, se describe el area de estudio y como se desarrollo el trabajo teniendo en cuenta
el método de investigacion y validacion utilizados para alcanzar los objetivos propuestos.

4.2. Descripcion del area de estudio

En este proyecto, la unidad de anélisis, determinada teniendo en cuenta los requerimientos
de la empresa MVM con su plataforma tecnoldgica Energy Suite actualmente utilizada por
algunos participantes del MEM de México, es el prondstico de precios marginales locales del
mercado eléctrico mexicano.

4.3. Metodologia de investigacion

Para el desarrollo de este proyecto de investigacién, la metodologia empleada se baso en
el método de estudio de caso [216]. Esta eleccién se fundamenta en [217], quien sostiene que
su uso en las investigaciones cualitativas permite examinar o indagar sobre un fenémeno
contemporaneo en su entorno real donde la frontera entre éste y su contexto no son clara-
mente evidentes, utilizando diversas fuentes de datos y permitiendo estudiar un caso unico
o multiple. Ademds, para [218], el método de estudio de caso es adecuado para investigar
y dar respuesta al como y por qué ocurren los fendémenos, permite estudiarlos desde multi-
ples perspectivas y no desde la influencia de una variable y permite explorar de forma mas
profunda y obtener un conocimiento mas amplio sobre cada fenémeno.
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4.4. Desarrollo de marco metodolégico

La gestiéon integral del proyecto se realizd, mayormente, tomando una adaptacion de las
practicas definidas en la metodologia SCRUM! donde se definen los alcances de cada sprint
que, por lo general, tuvieron una duracion entre una y dos semanas, para luego proceder con
la ejecucion misma y posteriormente, con la revision de resultados de cada uno de ellos para
definir el siguiente.

Las actividades para el desarrollo de este proyecto de investigacion se organizaron en 4
fases (Figura 4-1) con el objetivo de dar respuesta a cada objetivo especifico planteado y
fueron las siguientes:

Desarrollo del Proyecto de Investigacién

Sprint 1 Sprint N
) N

0o0.oos

Referencias

D Fase - Adaptacién metodologia SCRUM D Reunidn inicio [: Entendimiento del negocio S Modelado

. Fase - Proyecto de investigacion I:] Ejecucion [: Entendimiento de los datos I:] Evaluacion del modelo
D Fase — Metodologia CRISP-DM D Reunidn cierre [:] Preparacion de los datos

Figura 4-1.: Desarrollo del proyecto de investigacion.

e Fase 1 - Revision de la literatura como apoyo tedrico y conceptual al proyec-
to de investigacion en la linea de profundizacién: tuvo como propdsito la elabo-
racion de un marco conceptual que sirvié de apoyo en la referenciacién y apropiacion
de fundamentos relacionados con el objeto de estudio. Esta fase permitié dar cumpli-
miento al objetivo especifico: determinar qué modelos o técnicas de prondstico
Yy qué caracteristicas se han utilizado con el fin de tener una base de co-
nocimiento para apoyar la fase de diseno del modelo de pronostico del
proyecto.

e Fase 2 - Validacién de la problematica y establecimiento de requisitos funcio-
nales y no funcionales del proyecto: tuvo como propdsito validar la problemética

I'Método 4gil de desarrollo de Software que adopta una estrategia de desarrollo incremental, en lugar de la
planificacién y ejecucién completa del producto permitiendo obtener rapidamente un producto minimo
viable.
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que tienen los suministradores calificados con la gestién de la informacién para poder
pronosticar el precio marginal local, que fue la variable definida por los especialistas
de MVM para la compra y venta de energia. Esta fase permitié dar cumplimiento al
objetivo especifico: tdentificar los requisitos funcionales y no funcionales que
deben ser incorporados en la plataforma Energy Suite de MVM con el fin
de tener los insumos necesarios para el diseno del modelo de pronostico.

e Fase 3 - Disenar el modelo de prondésticos del proyecto: tuvo como propdsito
disenar el modelo de prondsticos que permitié pronosticar el precio marginal local, con
mayor precision y confiabilidad buscando cubrir los hallazgos identificados en la fase 2.
Esta fase dio cumplimiento al objetivo especifico: disenar el modelo de prondstico
de variables eléctricas para ampliar la linea base tecnoldgica de la plata-
forma Energy Suite de MVM, con el cual los suministradores calificados
del MEM de Mézxico, puedan contar con la informacion pronosticada con
el fin de lograr un mejor desempeno economico en la compra y venta de
energia.

e Fase 4 - Realizar pruebas de validacién del modelo del proyecto: tuvo como
proposito realizar las pruebas del modelo de prondstico del precio marginal local con
los datos con los cuales actualmente opera la plataforma Energy Suite con el fin de
evaluar la precision y confiabilidad del modelo desarrollado en la Fase 3. Esta fase
dio cumplimiento al objetivo especifico: validar con especialistas del MEM de
México de MVM la pertinencia del modelo de pronostico elaborado con
el fin de poder determinar y cuantificar los resultados obtenidos.

Para llevar a cabo el diseno del modelo propuesto, se utilizé de forma transversal en las
fases 2 a 4 la metodologia CRISP-DM? sin contemplar su tltima fase de despliegue por no
estar dentro del alcance de este proyecto de investigacion. Es decir, se ejecutaron las fases de
entendimiento del negocio, entendimiento de los datos, preparacion de los datos,
modelado y evaluacién del modelo.

A continuacién, se describen las actividades que se realizaron y su relaciéon con las fases
de la metodologia. Es importante resaltar que la disposicién de las fases es orientativa, pero
en la practica no hay division estricta o taxativa entre ellas.

Fase - Entendimiento del negocio

En esta fase, se trabajé de forma estrecha con los especialistas del mercado eléctrico
de MVM con el fin de identificar, a través de un proceso de ingenieria de requisitos, las
necesidades y las caracteristicas funcionales y no funcionales necesarias para los prondsticos
de variables eléctricas para el mercado eléctrico mayorista mexicano. Para esto, primero se

2Metodologia utilizada en proyectos de minerfa de datos y consta de las siguientes fases: comprensién del
negocio, comprension de los datos, preparacién de los datos, modelado y evaluacién para el
desarrollo de una solucién.
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preparé un inventario de preguntas iniciales (Tabla 4-1) con el fin de poder guiar y sacar el
maximo provecho en los talleres que se realizaron con ellos. Como producto del desarrollo de
estos talleres se obtuvieron los siguientes escenarios de negocio: Pronostico de demanda
(suma de la generacion), Prondstico de consumos de energia, Prondstico de los
precios de compra y venta de energia y Prondstico de generacion. (ver Anexo A)

Tabla 4-1.: Preguntas utilizadas en talleres con especialistas de MVM

Pregunta

. Existen necesidades de informacién pronosticada para la toma de decisiones en el sector eléctrico?
,Quiénes utilizan dicha informacion pronosticada?

,Para qué la necesitan?

. Qué decisiones se toman a partir de ella?

i Son prondsticos de corto, mediano o largo plazo?

. Qué variables eléctricas se necesita pronosticar?

., Con qué informacion histoérica se cuenta?

1. Qué otros participantes del mercado pueden utilizar estos prondsticos?

(N o I N R e B S

A continuacién, dichos escenarios de negocio de prondsticos se presentaron a la persona
encargada del desarrollo de la plataforma Energy Suite, quien en conjunto con los especialis-
tas determinaron el Prondstico de los precios de compra y venta de energia como
el caso de negocio a trabajar en la investigacion.

Concluida esta actividad, se procedié a realizar los talleres de co-creacién con los espe-
cialistas de MVM con el objetivo de definir las historias de usuario asociadas al escenario
y obtener al mismo tiempo los requisitos de requerimientos de cada historia. Para ello, se
utiliz6 el formato plantilla existente en MVM para historias de usuario. Como resultado,
se obtuvieron dos historias de usuario (ver Anexo B), las cuales nuevamente se presentaron
en otra reunion a la persona encargada del desarrollo de la plataforma Energy Suite y éste
definié que la historia a trabajar para el proyecto de investigacién seria 0001 - Prondstico
de precios marginales.

Finalmente, teniendo definidos de forma clara el alcance y los requerimientos de la ne-
cesidad de prondstico y de acuerdo con el escenario e historia de usuario seleccionado, se
procedi6 a realizar una ultima reunién con los especialistas de MVM vy el encargado del
desarrollo de la plataforma suite para definir la fuente de informacién a utilizar. Esta ultima
se tomé del modelo relacional de la base de datos ESCentralRepo de la plataforma Energy
Suite de MVM, que fue presentado por el arquitecto del producto y la analista a cargo de
la informacion.

Fase - Entendimiento de los datos

Cabe destacar que la informacién que se tomé de la base de datos ESCentralRepo de la
plataforma FEnergy Suite es informacion de caracter publico y es publicada por el Centro
Nacional de Control de Energia (CENACE) de México de forma diaria al terminar el dia
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en su sitio oficial®. Esta informacién es procesada, también de forma diaria, por un Robotic
Process Automation (RPA) creado por MVM y se consolida en una base de datos de la
plataforma de Energy Suite. Para el proyecto se tom¢ la informacion de dicha fuente ya que
simplificaba el proceso de consolidacién y posterior obtenciéon. Asi se pudo contar con la
informacion de precios marginales locales para todos los nodos que reportaron informacién
desde enero de 2016 hasta agosto del 2018 para la construcciéon de las series de tiempo por
nodo utilizadas en el desarrollo de la investigacion.

Como actividad inicial de esta fase, se definieron las consultas con las sentencias SQL a
partir del diagrama relacional de las tablas disponibles en la base de datos ESCentralRepo de
la plataforma Energy Suite de MVM (ver Anexo C) con el fin de conocer tanto la informacién
transaccional de los precios marginales locales como los datos maestros asociados a fin de
obtener una idea preliminar de la calidad de datos de éstos. (ver Anexo D — Q1 al Q16)

Como segunda actividad, teniendo en cuenta que se contaba con mas de 2400 nodos a
procesar, se construyeron las consultas con las sentencias SQL (ver Anexo E — Q17 al 328)
para clasificarlos/segmentarlos inicialmente por ciudad, estado, nivel de tensién y zona de
carga de forma individual por cada uno.

En la tercera actividad se ejecutaron las consultas SQL y los resultados se exportaron a ho-
jas dentro un archivo de tipo Excel, que se nombré como Analisis_Datos_Maestros_Nodos.zlsz,
donde se analizé la informacion obtenida, y se reviso la distribucion de cantidad de nodos
por ciudades, estados, niveles de tension y zonas de carga. Ademds, se observo la cantidad y
representacion porcentual de nulos y la completitud de la informacion historica de los nodos.

Finalmente, se decidi6 descartar la clasificacién/segmentacién por ciudades y niveles de
tension, ya que para el primer caso quedaba una distribucion baja de nodos, es decir, muy
desagregado, y para el segundo, no se visualizaba una distribucién balanceada debido a que
la mayoria de los nodos se encontraban en un nivel de tension especifico y muy pocos nodos,
en los demads niveles de tension.

Fase - Preparacion de los datos

Se comenzo6 escribiendo un script en R, el cual se nombré Muestreo_Nodos_Reg_MesoReg_Final. R,
para calcular la cantidad de nodos a muestrear por cada caso (estado, zona de carga). Para
el célculo del tamano de la muestra se utilizé la siguiente férmula 4-1:

Z2qu

_ 4PV 41
"TNEZ 2% (4-1)

donde:

e n: tamano de la muestra.

3http:/ /www.cenace.gob.mx/SIM/VISTA /REPORTES /PreEnergiaSisMEM.aspx - Pdgina oficial del CE-
NACE para descargar la informacién de los nodos con relacién al precio marginal local del mercado del
dia en adelanto.
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Z: nivel de confianza.

p: variabilidad positiva.

q: variabilidad negativa.
e LE: precision o error.

e N: tamano de la poblacion.

y se tomaron los siguientes valores para los parametros de la Tabla 4-2 y Tabla 4-3.

Tabla 4-2.: Parametros confiabilidad para el muestreo
Confiabilidad Z

99 % 2,575
95 % 1,96
90 % 1,645

Tabla 4-3.: Parametros error para el muestreo

Error E
10 % 0,1
5% 0,05

Dado que no existen antecedentes a esta investigacion, los valores de p y q deben ser
iguales a 0,5.

Los resultados obtenidos evidenciaron que el muestreo poblacional por estado y zona de
carga continuaban dando un numero de mas de 1000 de nodos a procesar. Por lo tanto, se
decidio incluir la clasificacién por la regién y la mesoregiéon. Para ello, se construyé una nueva
sentencia SQL (ver Anexo 4 - Q29) y se organizé un archivo de tipo CSV, que se nombré como
Regiones_MesoRegiones_FEstados.csv, para relacionar el estado con la region y la mesoregion
respectivamente. Luego, se procedié a modificar el script de R, para implementar el nuevo
alcance y se ejecuté nuevamente para obtener los nuevos resultados. (ver Anexo E)

Como tltima actividad de esta fase, se cre6 una consulta SQL (ver Anexo D — Q30) selec-
cionando un nodo aleatorio con el fin de tener un archivo de tipo CSV, el PML_dataset.csv,
para usarlo en el prototipo.

Fase - Modelado

El dltimo archivo obtenido en la fase anterior se usé como dataset de prueba para construir

el script de R, el cual se nombré como Prueba_Ajuste_Modelos_1_v1.R, para construir los
modelos de prondsticos seleccionados, de acuerdo con la revision del estado del arte que se
realizo en la fase 1, y para calibrarlos midiéndose ademas el tiempo de ejecucién. En total
se construyeron asi 5 modelos de acuerdo con la Tabla 4-4.
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Tabla 4-4.: Modelos de prondsticos construidos

Modelo Descripcion

Se utilizé la serie de datos de los precios de los nodos de forma completa, es de-

Forecast_All cir, sin descoTnponer. A d'icha serie se le aplicarc')n. \Ifarias técnicas de proné/stico
para pronosticar las siguientes 48 horas y se midié su error global a través de
las métricas RMSE, MAE y MAPE.

Se utilizé la serie de datos de los precios de nodo descomponiendo la serie por

tipo de dia (e.g. una serie para los lunes, otra para martes, etc) obteniéndose
Forecast_Day1 a partir de la serie original 2 series. A partir de estas series se aplicaron varias
técnicas de prondstico para pronosticar las siguientes 48 horas y se midié su
error global a través de las métricas RMSE, MAE y MAPE.
Se utilizé la serie de datos de los precios de nodo descomponiendo la serie por
tipo de dia, obteniéndose a partir de la serie original 2 series. A partir de estas
series se propuso un modelo hibrido que para cada tipo de dia determinaba la

F st_Day?2
orecast-ay mejor técnica a través de las métricas de error RMSE, MAE y MAPE, es decir,

que a diferencia del modelo Forecast_Dayl que trabaja con una sola técnica
global aqui se combina la mejor técnica de cada serie individual.

Se utilizé la serie de datos de los precios de nodo descomponiendo la serie por
tipo de dia y por hora (e.g. una serie para la hora 1 de los lunes, para la hora 2
de los martes, etc) obteniéndose a partir de la serie original 48 series. A partir
de estas series se aplicaron varias técnicas de prondstico para pronosticar las
siguientes 48 horas y se midi6 su error global a través de las métricas RMSE,
MAE y MAPE.

Se utiliz6 la serie de datos de los precios de nodo descomponiendo la serie
por tipo de dia obteniéndose a partir de la serie original 2 series. A partir de

Forecast_DayHourl

estas series se propuso un modelo hibrido que para cada tipo de dia y hora

Forecast_DayHour2 determinaba la mejor técnica a través de las métricas de error RMSE, MAE y
MAPE, es decir, que a diferencia del modelo Forecast_DayHourl que trabaja
con una sola técnica global aqui se combina la mejor técnica de cada serie
individual.

Para el calculo de los errores RMSE, MAE y MAPE se utilizaron férmulas 4-2, 4-3 y 4-4:

Z Ni:l (xipro - xireal)Q

RMSE = ~ (4-2)
MAE' Z Ni:l "xipro - xireal’ 43

- N ( a )
MAPE = B (4-4)

donde para todas las férmulas:

e N: cantidad de nodos de la muestra poblacion.
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® X precio marginal local real.

® Xipo: Precio marginal local pronosticado.

Durante el proceso de calibracién los resultados se almacenaron en archivos de tipo Rdata
que fueron utilizados para crear otros 3 scripts de R de tipo Rmarkdown, que se nombraron
AnalisisModelos_1_v2.Rmd, que contiene el andlisis para los modelos sin descomposicion de
la serie de datos (Forecast_All); AnalisisModelos_2_-v2.Rmd, que incluye el andlisis para los
modelos de descomposicién de la serie de forma diaria (Forecast_Dayl y Forecast_Day?2);
y AnalisisModelos_3_v2.Rmd, con el andlisis para los de modelos de descomposicion de la
serie de forma diaria y horaria (Forecast_DayHourl y Forecast_DayHour2). Esto permitié
presentar con claridad los resultados comparativos para cada técnica y asi seleccionar la
calibracion mas adecuada para el diseno de los modelos.

A continuacién, en las tablas 4-5, 4-6 y 4-7 se describen las técnicas de forecast selec-
cionadas a partir de la revisién del estado del arte y se especifica la mejor calibracion para
cada modelo desarrollado. Las variantes de configuracién de los pardametros de cada técnica
evaluadas en el proceso de calibraciéon de los modelos se detallan en el Anexo F.

Tabla 4-5.: Modelo Forecast_All - Mejor calibracién
# Técnica | Técnica | Calibracién

1 Mean_3 No aplica.

2 Mean_6 No aplica.

3 Mean_9 No aplica.

4 Mean_12 | No aplica.

5 LM Modelo calibrado férmula con trend + season.

6 ARIMA | Pardmetros automaticos definidos por la funcién auto.arima.
7 NNETAR | Pardmetro P = 0 y resto de pardmetros automaéticos.

8 NNET Pardmetro Lag = 2 (2x24).

9 ETS Parametros automaéticos.

10 KNN Pardmetro k = 15, lag = 2 (2 x 24).

11 SVM_1 Parametro kernel = radial, ¢ = 100, g = 100.

12 SVM_2 Parametro kernel = linear, ¢ = 1 y g= 0.01 y lag =4.
13 FUZZY_1 | Parametro n = 10, w = 2, C = 0.01.

14 FUZZY_2 | Pardmetro = 10, w = 2, C = 0.01, Lags = 30 (30 x 24)
15 HW Calibracién por fuerza bruta de los 3 parametros.

Tabla 4-6.: Modelos Forecast_Dayl y Forecast_Day2 - Mejor calibracién
# Técnica | Técnica | Calibracion

Mean_3 No aplica.

1

2 Mean_6 No aplica.
3 Mean_9 No aplica.
4

5

Mean_12 | No aplica.
LM Modelo calibrado férmula con trend + season.
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# Técnica | Técnica | Calibracién
6 ARIMA | Pardmetros automaticos definidos por la funcién auto.arima.
7 NNETAR | Pardmetro P = 0 y resto de parametros autométicos.
Pardmetro Lag = 6 (6x24).
8 NNET
Nota: Se decidié con la métrica de error MAE.
9 ETS Parametros automaéticos.
10 KNN Configuracién Automatica y pardmetro lags = 52 (52x24)
11 SVM_1 Parametro kernel = radial, ¢ = 1, g = 100.
12 SVM_2 Parametro kernel = linear, c = 1 y g= 0.01 y lag =4.
13 FUZZY_1 | Parametro n = 10, w = 2, C = 0.01.
14 FUZZY_2 | Pardmetro n = 10, w = 2, C = 0.01, Lags = 52 (52x24)
15 HW Calibracién por fuerza bruta de los 3 parametros.

Tabla 4-7.: Modelos Forecast_DayHourl y Forecast_DayHour2 - Mejor calibracion

# Técnica | Técnica | Calibracion
1 Mean_3 No aplica.
2 Mean_6 No aplica.
3 Mean_9 No aplica.
4 Mean_12 | No aplica.
5 LM Modelo calibrado férmula con trend + season.
6 ARIMA | Pardmetros automaticos definidos por la funcién auto.arima.
7 NNETAR | Pardmetro P = 0 y resto de pardmetros automaticos.
Pardmetro Lag = 2 (2x24).
8 NNET
Nota: Se decidi6 con la métrica de error MAE.
9 ETS Parametros automaticos.
10 KNN Configuracién automédtica y pardmetro lags = 52 (52x24)
Parametro kernel = radial, ¢ = 100, g = 10.
11 SVM_1
Nota: Se decidi6 con la métrica de error MAE.
12 SVM_2 Parametro kernel = radial, c = 1, g = 1, Lags = 4.
13 FUZZY_1 | Pardmetron = 6, w = 2, C = 0.01.
Pardmetro n = 10, w = 2, C = 0.01, Lags = 52 (52x24).
14 FUZZY 2
Nota: Se decidi6 con la métrica de error MAE.
15 HW Calibracién por fuerza bruta de los 3 parametros.

A partir de los resultados de las actividades realizadas hasta ese momento, se decidié que el
muestreo a utilizarse serfa por clasificacion/segmentacién de los nodos por mesoregién usando
una confiabilidad del 90 % y un error del 10 % debido a que los célculos estimados para proce-
sar toda la muestra seria de un mes completo de procesamiento maquina (ver Anexo E). Por lo
tanto, se procedié a preparar la consulta SQL (ver Anexo D — Q31) para generar el archivo de
tipo CSV, que se nombré 2-Datos_Maestros_Muestreo_Depurados_Final.csv, de datos maes-
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tros de los nodos donde se descartaron aquellos nodos que tenian informacion incompleta a

partir de andlisis que se realizé con el archivo 1-Analisis_Datos_Maestros_Nodos_Agosto_Muestreo.zlsz
que tomaba como fuente de informacion el listado completo de los nodos del archivo 0-
Datos_Maestros_Nodos_Agosto_Muestreo. csv.

Como siguiente paso, se modifico el script de R, Muestreo_Nodos_Reg_MesoReg_Final. R,
agregando la funcionalidad para generar, en funcién de los parametros elegidos, el archivo
de tipo CSV, el cual se nombré Nodos_Muestreo_MesoRegion_90_10.csv. Este contenfa la
seleccion aleatoria de los nodos por mesoregién que se procesarian posteriormente con todos
los modelos y poder, a continuacion, analizar los resultados y obtener las conclusiones del
trabajo de investigacién. Luego, se generaron las consultas SQL (ver Anexo D — Q32) para
generar los archivos CSV por cada nodo seleccionado con el script de muestreo.

Finalmente, se generaron los siguientes scripts de R que se utilizaron en el procesamiento
de los modelos (Tabla 4-8).

Tabla 4-8.: Scripts para procesar los modelos

Nombre Tipo Objetivo

Plantilla para visualizar la informacion es-
1-Procesar_Estadisticas.Rmd Rmarkdown tadistica del nodo y con la cual se genera un
archivo HTML con los resultados.

Plantilla que registra los resultados del nodo
9 Procesar Forecast Al Rmd Rmarkdown ™ los técnicas aplicadas en el modelo Fo.re—
cast_All y y con la cual se genera un archivo
HTML con los resultados.

Plantilla que registra los resultados del nodo
con los técnicas aplicadas en el modelo Fore-
cast_Dayl y y con la cual se genera un archivo
HTML con los resultados.

Plantilla que registra los resultados del nodo
con los técnicas aplicadas en el modelo Fore-

2-Procesar_Forecast_Dayl.Rmd Rmarkdown

2-Procesar_Forecast_Day2.Rmd Rmarkdown .
cast_Day2 y con la cual se genera un archivo

HTML con los resultados.
Plantilla que registra los resultados del nodo

los técni licad 1 modelo Fore-
2-Procesar_Forecast_DayHourl.Rmd Rmarkdown O 0> PeCHicas apiicadas en el moceio Hore
cast_DayHourl y con la cual se genera un ar-
chivo HTML con los resultados.

Plantilla que registra los resultados del nodo

los técni licad 1 modelo Fore-
2-Procesar_Forecast_DayHour2.Rmd Rmarkdown O 0> POCHIcas aplicadas en et modeio Fore
cast_DayHour2 y con la cual se genera un ar-
chivo HTML con los resultados.
Script de control para procesar todos

Control_Proceso_Estadisticas.R Script R los nodos muestreados con la plantilla

1-Procesar_Estadisticas.Rmd.
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Nombre Tipo Objetivo
Script de control para procesar todos
Control_Proceso_Forecast _ALL.R, Script R los nodos muestreados con la plantilla

2-Procesar_Forecast_All.Rmd.

Script de control para procesar todos
Control_Proceso_Forecast_Day1.R Script R los nodos muestreados con la plantilla

2-Procesar_Forecast_Dayl.Rmd.

Script de control para procesar todos
Control_Proceso_Forecast_Day2.R Script R los nodos muestreados con la plantilla
2-Procesar_Forecast_Day2.Rmd.

Script de control para procesar todos
Control_Proceso_Forecast_DayHourl.R  Script R los nodos muestreados con la plantilla
2-Procesar_Forecast_DayHourl.Rmd.

Script de control para procesar todos
Control_Proceso_Forecast_DayHour2.R  Script R los nodos muestreados con la plantilla
2-Procesar_Forecast_DayHour2.Rmd.

La plantilla 1-Procesar_Estadisticas. Rmd se utilizd para procesar la siguiente informacion
de cada nodo (Tabla 4-9).

Tabla 4-9.: Detalle plantilla 1-Procesar_Estadisticas.Rmd
# Seccién Descripcion

Para los campos fecha, ano, mes, dia, periodo, dia se-
mana y precio del dataset historico de precios de cada
nodo calcula los siguientes valores:

— Valor minimo.

— Valor del primer cuartil.
Informacién de estadisticas bési-

cas — Valor de la mediana.

Valor del promedio.
— Valor del tercer cuartil.

Valor méximo.

Los resultados se presentan en formato tabla.
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# Seccién Descripcion

Calcula por cada periodo las siguientes métricas:
— Cantidad de registros.
— Valor minimo del precio.

Informacion de estadisticas deta- ~ Valor maximo del precio.

2 lladas (antes de la limpieza del — Valor promedio del precio.
dataset) — Valor de la mediana del precio.

— Valor de la desviacién estandar del precio.

— Valor del coeficiente de variacién del precio.

Los resultados se presentan en formato tabla.

Con esta informacién se procede a hacer la limpieza del
dataset con las siguientes consideraciones:

— Los registros de los anos bisiestos seran eliminados.

— Los registros de las horas 25 de los solsticios de ve-
ranos seran eliminados.

Anélisis del dataset que detec- — Los registros de las horas 24 de los solsticios de in-
ta los registros relacionados con vierno seran creados. Este registro se calcula a partir
3 el ano bisiesto, el solsticio de in- del promedio de la hora 23 de ese dia y la hora 1 del
vierno, el solsticio de verano y re- dia siguiente. En caso, que no existe registro de la
gistros incompletos. hora 1 del siguiente dia, el algoritmo repite el valor

de la hora 23 de ese dia.

— Se entiende por registros incompletos o con error
aquellos que tengan menos o mas de 24 horas por
dfa.

Los hallazgos se presentan en formato tabla.

Calcula por cada periodo las siguientes métricas:
— Cantidad de registros.
— Valor minimo del precio.

Informacion de estadisticas deta- ~ Valor méximo del precio.

4 lladas (después de la limpieza del — Valor promedio del precio.
dataset) — Valor de la mediana del precio.

— Valor de la desviacién estandar del precio.

— Valor del coeficiente de variacién del precio.

Se resultados se presentan en formato tabla.
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# Seccién

Descripcion

5 Anélisis del campo ano

Se grafican los siguientes graficos con el objetivo de revisar
la calidad de datos del campo ano:

— Gréfico de barras de la cantidad registros por ano.

— Gréfico de barras de la cantidad de horas por anos.

6  Analisis del campo mes

Se grafican los siguientes graficos con el objetivo de revisar
la calidad de datos del campo mes:

— Grafico de barras de la cantidad de registros por mes
y por ano.

— Grafico de barras de la cantidad de dias por mes y
por afio.

— Grafico de barras de cantidad de horas por mes y
por ano.

7  Analisis del campo dia

Se grafican los siguientes graficos con el objetivo de revisar
la calidad de datos del campo dia:

— Grafico de barras de la cantidad de registros por dia
por afio.

— Gréfico de barras de la cantidad de horas por dia en
el mes. Se hace un grafico por mes.

Anélisis del campo dia de la se-
mana

Se grafican los siguientes graficos con el objetivo de revisar
la calidad de datos del campo dia de la semana:

— Grafico de barras de la cantidad de registros por dia
de la semana por ano.

9  Anaélisis del campo precio

Se grafican los siguientes graficos con el objetivo de revisar
la calidad de datos del campo precio:

— Gréfico histograma.

— Grafico histograma con curva distribucién normal.

10 Valores atipicos

Se grafica el gréfico boxplot y se determina si hay valores
atipicos.

11 Test de Augmented Dickey Fuller

Se realiza el test de Augmented Dickey Fuller.

12 Test de normalidad

Se valida si los datos del precio siguen una distribucién
normal, para ello se utiliza el test de Anderson Darling
Normality Test.

13 Visualizacién serie de tiempo

Se grafica la serie de tiempo utilizando los valores del precio.

La plantilla 2-Procesar_Forecast_All. Rmd se utilizé para pronosticar con todas las técnicas
seleccionadas y tomando la serie de datos de precios del nodo sin descomponer. Los resultados

que presenta son los siguientes:
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Tabla resultados de entrenamiento: muestra los valores pronosticados de precio para
las 48 hs. por cada técnica al momento de entrenar cada modelo.

Tabla de errores de entrenamiento: muestra los valores de las matrices de error RMSE;,
MAE y MAPE por cada técnica que se obtuvo producto del entrenamiento de los
modelos.

Grafico comparacion historia vs pronosticado: muestra la serie de tiempo del precio del
nodo segun valores histéricos vs los precios pronosticados por todas técnicas durante
el entrenamiento.

Tabla de pronésticos: muestra los 48 valores pronosticados a partir de toda la historia
utilizando sélo la técnica que menor error tuvo en el entrenamiento.

Gréfico comparacién historia vs el mejor pronéstico: muestra la serie de tiempo del
precio histérico del nodo vs el precio pronosticado por la mejor técnica de acuerdo al
menor error de entrenamiento.

Tabla mejor prondstico: muestra cudl fue la mejor técnica para cada métrica de error.

La plantilla 2-Procesar_Forecast_Dayl. Rmd se utilizé para pronosticar con todas las técni-

cas seleccionadas y descomponiendo la serie de datos de precios en tipo de dia. Los resultados

que presenta son los siguientes:

Tabla resultados de entrenamiento: muestra los valores pronosticados de precio para
las 48 hs por cada técnicas al momento de entrenar cada modelo.

Tabla de errores de entrenamiento: muestra los valores de las matrices de error RMSE;,
MAE y MAPE por cada técnicas que se obtuvo producto del entrenamiento de los
modelos.

Grafico comparacion historia vs pronosticado: muestra la serie de tiempo del precio del
nodo segun valores histéricos vs los precios pronosticados por todas técnicas durante
el entrenamiento.

Tabla de prondsticos: muestra los 48 valores pronosticados a partir de toda la historia
utilizando solo la técnica que menor error tuvo en el entrenamiento.

Grafico comparacién historia vs el mejor prondstico: muestra la serie de tiempo del
precio histérico del nodo vs el precio pronosticado por la mejor técnica de acuerdo al
menor error de entrenamiento.

Tabla mejor prondstico: muestra cual fue la mejor técnica para cada métrica de error.

La plantilla 2- Procesar_Forecast_Day2. Rmd se utilizé para pronosticar con el modelo hibri-
do propuesto y descomponiendo la serie de datos de precios en tipo de dia. Los resultados

que presenta son los siguientes:

Tabla resultados de entrenamiento: muestra los valores pronosticados de precio para
las 48 hs. por cada técnica al momento de entrenar cada modelo.
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Tabla de errores de entrenamiento: muestra los valores de las matrices de error RMSE,
MAE y MAPE por cada técnica que se obtuvo producto del entrenamiento de los
modelos.

Grafico comparacion historia vs pronosticado: muestra la serie de tiempo del precio del
nodo segun valores histéricos vs los precios pronosticados por todas técnicas durante
el entrenamiento.

Tabla de pronésticos: muestra los 48 valores pronosticados a partir de toda la historia
utilizando sélo la técnica que menor error tuvo en el entrenamiento.

Gréfico comparaciéon historia vs el mejor pronéstico: muestra la serie de tiempo del
precio histérico del nodo vs el precio pronosticado por la mejor técnica de acuerdo al
menor error de entrenamiento.

Tabla mejor prondstico: muestra cual fue la mejor técnica para cada dia para cada
métrica de error.

La plantilla 2-Procesar_Forecast_DayHourl.Rmd se utilizé para pronosticar con todas las

técnicas seleccionadas y descomponiendo la serie de datos de precios en tipo de dia y hora.

Los resultados que presenta son los siguientes:

Tabla resultados de entrenamiento: muestra los valores pronosticados de precio para
las 48 hs por cada técnica al momento de entrenar cada modelo.

Tabla de errores de entrenamiento: muestra los valores de las matrices de error RMSE;,
MAE y MAPE por cada técnica que se obtuvo producto del entrenamiento de los
modelos.

Grafico comparacion historia vs pronosticado: muestra la serie de tiempo del precio del
nodo segun valores histéricos vs los precios pronosticados por todas técnicas durante
el entrenamiento.

Tabla de prondsticos: muestra los 48 valores pronosticados a partir de toda la historia
utilizando sélo la técnica que menor error tuvo en el entrenamiento.

Grafico comparacién historia vs el mejor prondstico: muestra la serie de tiempo del
precio histérico del nodo vs el precio pronosticado por la mejor técnica de acuerdo al
menor error de entrenamiento.

Tabla mejor pronéstico: muestra cual fue la mejor técnica para cada métrica de error.

La plantilla 2-Procesar_Forecast_DayHour2.Rmd se utilizé para pronosticar con el modelo

hibrido propuesto y descomponiendo la serie de datos de precios en tipo dia y hora. Los

resultados que presenta son los siguientes:

Tabla resultados de entrenamiento: muestra los valores pronosticados de precio para
las 48 hs por cada técnicas al momento de entrenar cada modelo.

Tabla de errores de entrenamiento: muestra los valores de las métricas de error RMSE,
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MAE y MAPE por cada técnicas que se obtuvo producto del entrenamiento de los
modelos.

Grafico comparacion historia vs pronosticado: muestra la serie de tiempo del precio del
nodo segun valores histéricos vs los precios pronosticados por todas técnicas durante
el entrenamiento.

Tabla de prondsticos: muestra los 48 valores pronosticados a partir de toda la historia
utilizando solo la técnica que menor error tuvo en el entrenamiento.

Grafico comparacién historia vs el mejor prondstico: muestra la serie de tiempo del
precio histérico del nodo vs el precio pronosticado por la mejor técnica de acuerdo al
menor error de entrenamiento.

Tabla mejor prondstico: muestra cual fue la mejor técnica para cada hora de dia para

cada métrica de error.

Fase - Evaluacion del modelo

Culminado el procesamiento de los modelos, se procesaron y analizaron los resultados

obtenidos en la actividad anterior. Para ello se desarrollaron los siguientes scripts (Tabla

4-10).

Tabla 4-10.: Scripts de procesamientos de resultados de los modelos

Nombre

Tipo

Objetivo

Control_Proceso_Result_Forecast_ALL.R

Script R

Script que procesé todos los resultados in-
dividuales obtenidos por el script Con-
trol_Proceso_Forecast_. ALL.R y los consolidé
en un archivo tipo Rdata.

Control_Proceso_Result_Forecast_Dayl.R

Script R

Script que procesé todos los resultados in-
dividuales obtenidos por el script Con-
trol_Proceso_Forecast_Dayl.R y los consolidé
en un archivo tipo Rdata.

Control_Proceso_Result_Forecast_Day2.R

Script R

Script que proces6é todos los resultados in-
dividuales obtenidos por el script Con-
trol_Proceso_Forecast_Day2.R y los consolidé
en un archivo tipo Rdata.

Control_Proceso_Result_Forecast_DayHourl.R

Script R

Script que procesé todos los resultados in-
dividuales obtenidos por el script Con-
trol_Proceso_Forecast_DayHourl.R y los con-
solidé en un archivo tipo Rdata.

Control_Proceso_Result_Forecast_DayHour2.R,

Script R

Script que procesé todos los resultados in-
dividuales obtenidos por el script Con-
trol_Proceso_Forecast_DayHour2.R y los con-
solidé en un archivo tipo Rdata.

Control_Proceso_Result_Forecast_All_Model.R

Script R

Script que consolid6é todos archivos de tipo
Rdata de todos los resultados de todos los mo-
delos y generd los archivos de tipo CSV.
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Nombre

Tipo Objetivo

Script que procesoé informacién y presentd los
resultados finales con los cuales se realizd el

Procesar_Resultados_Finales_vl.Rmd Rmardown

analisis final de los modelos y los presenta en
formato HTML.

Archivo que contiene las métricas calculadas y

Resultados_Finales_v1.xlsx Excel utilizadas para sacar las conclusiones del tra-

bajo de investigacion.

La plantilla Procesar_Resultados_Finales_vl.Rmd se utilizdé para consolidar, procesar y

presentar todos los resultados obtenidos en los 5 modelos de la siguiente forma:

Primero se presenta los resultados por modelo, por mesoregion y por técnica:

Gréafico de distribucion de la métrica de error RMSE.

— Gréfico boxplot de la métrica de error RMSE.

— QGréfico de distribucién de la métrica de error MAE.

Grafico boxplot de la métrica de error MAE.

— Gréfico de distribucién de la métrica de error MAPE.

Grafico boxplot de la métrica de error MAPE.

— Grafico de distribucion de la métrica de tiempo de ejecucién del modelo.

— Tabla resumen con las siguientes métricas estadisticas:

Cantidad de nodos.

Cantidad de valores atipicos de la métrica (RMSE, MAE, MAPE y Duracién).
Valor minimo de la métrica (RMSE, MAE, MAPE y Duracién).

Valor méximo de la métrica (RMSE, MAE, MAPE y Duracién).

Valor promedio de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la mediana de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la varianza de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la desviacién estandar de la métrica (RMSE, MAE, MAPE y Duracién).

Valor del coeficiente de la variaciéon porcentual de la métrica (RMSE, MAE, MA-
PE y Duracién).
Valor del error estandar de la de la métrica (RMSE, MAE, MAPE y Duracién).

Por 1ultimo se presenta los resultados por modelo y por técnicas:

— Gréafico de distribucién de la métrica de error RMSE.

— Gréfico boxplot de la métrica de error RMSE.

— QGréfico de distribucién de la métrica de error MAE.
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— Grafico boxplot de la métrica de error MAE.

— Gréfico de distribucién de la métrica de error MAPE.

— Gréfico boxplot de la métrica de error MAPE.

— Grafico de distribucion de la métrica de tiempo de ejecucién del modelo.

Tabla resumen con las siguientes métricas estadisticas:

Cantidad de nodos.

Cantidad de valores atipicos de la métrica (RMSE, MAE, MAPE y Duracién).
Valor minimo de la métrica (RMSE, MAE, MAPE y Duracién).

Valor méximo de la métrica (RMSE, MAE, MAPE y Duracién).

Valor promedio de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la mediana de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la varianza de la métrica (RMSE, MAE, MAPE y Duracién).

Valor de la desviacién estandar de la métrica (RMSE, MAE, MAPE y Duracién).

Valor del coeficiente de la variaciéon porcentual de la métrica (RMSE, MAE, MA-
PE y Duracién).

Valor del error estandar de la de la métrica (RMSE, MAE, MAPE y Duracién).

Con los resultados obtenidos se procedié construir el Excel Resultados_Finales_v1.zlsx,

extrayendo la siguiente informacion:

— Modelo, donde se usaron los valores:

Forecast_All.
Forecast_Dayl.
Forecast_Day2.
Forecast_DayHourl.
Forecast_DayHour?2.

— Mesoregion, donde se usaron los valores:

0.

Centro Occidente.
Centro Pais.
Noreste.
Noroeste.

Sur Sureste.

No aplica.
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— Técnica, donde se usaron los valores:
e ARIMA.
e ETS.

e FUZZY 1.
o FUZZY 2.
e HW.

e Hybrid.

e KNN.

e LM.

e MEAN_3.

e MEAN 6.

e MEAN.9.

e MEAN_12.
e NNET.

e NNETAR.
e SVM_1.

e SVM_2.

— Métrica, donde se usaron los valores:

e RMSE.

e MAE.

e MAPE.
e Duracion.

— Cantidad total de nodos: valor determinado a través de la cantidad de nodos por el
valor del campo mesoregion.

— Valores atipicos: valor obtenido a través de las graficas de boxplot de cada métrica.

— Cantidad de nodos métrica: se diligencié sumando la cantidad de nodos de las 2 barras
mas altas mas cercanas al eje izquierdo de la gréafica utilizando el histograma segun la
métrica. (ver Figura 4-2 como referencia)

— Rango métrica: se diligencié usando el valor minimo y méximo de las 2 barras méas
altas mas cercanas al eje izquierdo de la grafica de distribucién segin la métrica y se
usa el patrén: Min-Max. (ver 4-2 como referencia)

— Inferior: valor inferior derivado del campo rango métrica.

— Superior: valor superior derivado del campo rango métrica.
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— Rango: valor calculado a partir de partir de la siguiente formula: Superior - Inferior.

— % Representacion: valor calculado a partir de la siguiente formula: Cantidad de nodos
métrica / Cantidad total de nodos * 100.

— % Representacion atipicos: valor calculado a partir de la siguiente formula: Valores
atipicos / Cantidad total de nodos * 100.

— Valor minimo: valor minimo de la métrica.

— Valor maximo: valor maximo de la métrica.

— Diferencia: valor calculado a partir de la férmula: Valor maximo — Valor minimo.
— Promedio: valor promedio de la métrica.

— Mediana: valor de la mediana de la métrica.

— Varianza: valor de la varianza de la métrica.

— Desviacién estandar, valor de la desviacién estandar de la métrica.

— Coeficiente de variacién: valor del coeficiente de variacién de la métrica.

— Error estandar: error estandar de la métrica.

Distribucion MAE - Modelo: Forecast_All - Mesoregion: 0 - Tecnica: LM

© _ 6 « Columnas utilizadas para calcular el valor de cantidad de nodos
métrica. En este ejemplo, seria6 +2 =18

Columnas utilizadas para determinar el valor del rango métrica,
<— En este caso, seria 800-1000, donde 800 es el valor del campo
inferior y 1000 es el valor del campo superior.

>
= Valor del campo inferior: 800. 3
g 7 Valor del campo superior: 1000. [7]
I
2 /2 2
~ | 2
1o 1 1 11
o Hoo/! oooooooﬂoooooo oHoooooo
[ T T T T T 1
500 1000 1500 2000 2500 3000 3500
MAE

Figura 4-2.: Gréfico histograma de referencia

Como siguiente actividad, se procedio a analizar el archivo Resultados_Finales_v1.zlsxz con
el objetivo de obtener los resultados de la investigacién. Los mismos fueron registrados en el
archivo Excel Analisis_Resultados_v1.xlsx donde para la comparacion y eleccién de la mejor
técnica se compararon principalmente la mejor combinacion de las métricas: inferior, supe-
rior, rango, % representaciéon, minimo, méximo, diferencia, mediana, promedio y la desviacion
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estandar.

Finalmente, se realizé una reunién con los especialistas de MVM, quienes expresaron que
tanto los resultados como los hallazgos y conclusiones del trabajo cumplian y aun superaban
sus expectativas y objetivos iniciales.



5. Resultados

5.1. Introduccidén

En el presente capitulo se presentan los resultados obtenidos como producto del desarrollo
de trabajo de investigacion.

5.2. Resultados

A continuacién, se detallan los resultados obtenidos, que constd de 42 analisis con el fin
de poder concluir cudl resulta ser el mejor modelo final en general.

Primero se analizaron los resultados por modelo, para los modelos Forecast_All, Fore-
cast_Dayl y Forecast_DayHourl, y por mesoregién para todas las técnicas empleadas con el
fin de determinar cudles fueron las 2 mejores técnicas por métrica de error RMSE, MAE y
MAPE. El 1 que acompana a la métrica de error indica la técnica con el menor error para
cada una de ellas y el 2, la que le sigue. Posteriormente, se determinaron la primera (Best1)
y segunda (Best2) técnicas reconociendo entre todas ellas (RMSE1, RMSE2, MAE1, MAE2,
MAPE1 y MAPE2) las técnicas més recurrente de acuerdo a su ranking. Para la comparacién
y eleccion de la mejor técnica se compararon principalmente la mejor combinaciéon de las
métricas: inferior, superior, rango, % representacién, minimo, mdximo, diferencia, mediana,
promedio y la desviacién estandar. Estos criterios se aplicaron en todos los analisis realizados
para obtener los resultados expuestos en este capitulo.

La Tabla 5-1 presenta los 6 analisis para el modelo Forecast_All, donde se puede confirmar
que la técnica HW es la mejor opcién para todas las mesoregiones y como segunda opcion,
se tiene la técnica ARIMA para la mayoria de las mesoregiones.

Tabla 5-1.: Resultados modelo Forecast _ALL por mesoregién

# Mesoregion RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2

1 0 NNETAR ARIMA  HW  SVM2 HW ARIMA  HW _ ARIMA

2 Centro HW ARIMA  HW  SVM.2 HW ARIMA  HW  ARIMA
Occidente

NNET

3 Centro Pafs HW NNET HW  SVM.2 HW LM HW  SVM.2

LM
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# Mesoregion RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2
ARIMA
4 Noreste HW ARIMA HW SVM_2 HW NNETAR HW SVM_2
NNETAR
5 Noroeste HW ARIMA HW ARIMA NNETAR HW HW ARIMA
6 Sur Sureste HW NNET HW NNET HW LM HW NNET

Ademds, se analizé la métrica de performance de la técnica (duracién) para las mejores
técnicas del modelo Forecast_All como muestra la Tabla 5-2.

Tabla 5-2.: Tiempos ejecucién de las mejores técnicas del modelo Forecast _ALL por mesoregion
Duracién (Segundos)

#  Técnica

| _ARIMA 4,49
HW 12,60
, _ ARIMA 1,04
HW 48,25
oW 53,05
NNET 61,14

3 g2 1479,37

LM 2917,09
ARIMA 5,17
A HW 49,87
NNETAR 638,67

SVM_2 1330,96
ARIMA 1,62
HW 16,61
HW 41,81
0 —NNET 16,88

Del analisis de los tiempos se puede ver que el menor tiempo de duracién corresponde al
modelo de la técnica ARIMA, seguido de HW.

La Tabla 5-3 presenta los 6 anélisis para el modelo Forecast_Day1, donde se puede con-
firmar que la técnica LM es la mejor opcion para la mayoria de las mesoregiones y como
segunda opcion se tiene la técnica HW para la mayoria de las mesoregiones.

Tabla 5-3.: Resultados modelo Forecast_Dayl por mesoregion

# Mesoregién RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2
7 0 HW NNET NNETAR HW NNETAR HW NNETAR HW
8  Centro Occidente LM HW LM HW LM HW LM HwW
9 Centro Pais LM NNET LM NNET LM NNET LM NNET
10 Noreste LM HW LM HW LM HW LM HW
11 Noroeste SVM_2 HW SVM_2 HW SVM_2 HW SVM_2 HW
12 Sur Sureste LM NNET LM HW LM HW LM HW
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Ademas, se analizé la métrica de performance de la técnica (duracién) para las mejores
técnicas del modelo Forecast_Dayl como muestra la Tabla 5-4.

Tabla 5-4.: Tiempos ejecucién de las mejores técnicas del modelo Forecast_Dayl por mesoregién

# Técnica Duracién (Segundos)

- HW 9,29
NNETAR 26,31

< HW 14,73
LM 18,13

LM 18,30

9 —NNET 45,79
0 0w 15,14
LM 18,30

0 HW 11,98
SVM_2 22,24

I HW 9,54
LM 14,72

Del analisis de los tiempos se puede ver que el menor tiempo de duracion corresponde al
modelo de la técnica HW, seguido de LM.

La Tabla 5-5 presenta los 6 andlisis para el modelo Forecast_DayHourl, donde se puede
confirmar que la técnica HW es la mejor opcién para todas las mesoregiones y como segunda
opcion se tiene la técnica Mean_6 para la mayoria de las mesoregiones.

Tabla 5-5.: Resultados modelo Forecast_DayHourl por mesoregién

# Mesoregién RMSE1 RMSE2 MAE1l MAE2 MAPE1 MAPE2 Bestl Best2

13 0 HW ARIMA HW ARIMA HW ETS HW  ARIMA
14  Centro Occidente HW Mean_6 HW Mean_6 HW Mean_6 HW Mean_6
15 Centro Pais HW LM HW Mean_6 HW Mean_6 HW Mean_6
16 Noreste HW LM HW LM HW LM HW LM

17 Noroeste HW Mean_6 HW Mean_6 HW Mean_6 HW Mean_6
18 Sur Sureste HW Mean_6 HW Mean_6 HW Mean_6 HW  Mean_6

Ademas, se analizé la métrica de performance de la técnica (duracién) para las mejores
técnicas del modelo Forecast_Daylcomo muestra la Tabla 5-6.

Tabla 5-6.: Tiempos ejecucién de las mejores técnicas del modelo Forecast_DayHourl por mesoregién

# Técnica Duracién (Segundos)

13 ARIMA 2,77
HW 37,76
14 Mean_6 0,19
HW 51,62
Mean_6 0,19

15
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# Técnica Duracién (Segundos)

HW 53,82
16 LM 0,40
HW 52,50
17 Mean_6 0,19
HW 53,78
Mean_6 0,21
18 HW 54,22

Del analisis de los tiempos se puede ver que el menor tiempo de duracién corresponde al
modelo de la técnica Mean_6, seguido de ARIMA.

Como segunda actividad, se compararon las 2 mejores técnicas para los modelos Fore-
cast_Dayl y Forecast_DayHourl contra los resultados de la técnica hibrida de los modelos
Forecast_Day2 y Forecast_DayHour2 y se encontré en ambos casos que el modelo hibrido fue
superior para todas las mesoregiones como lo muestran las Tablas 5-7 y 5-8.

Tabla 5-7.: Resultados modelo Forecast_Dayl vs Forecast_Day2 por mesoregién

# Mesoregién RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2

19 0 Hybrid HW Hybrid NNETAR  Hybrid NNETAR Hybrid NNETAR
20  Centro Occidente  Hybrid LM Hybrid LM Hybrid LM Hybrid LM

21 Centro Pais Hybrid LM Hybrid LM Hybrid LM Hybrid LM

22 Noreste Hybrid LM Hybrid LM Hybrid LM Hybrid LM

23 Noroeste Hybrid SVM_2  Hybrid SVM_2 Hybrid SVM_2 Hybrid SVM_2
24 Sur Sureste Hybrid LM Hybrid LM Hybrid LM Hybrid LM

Tabla 5-8.: Resultados modelo Forecast_DayHourl vs Forecast_DayHour2 por mesoregion
# Mesoregién RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2

25 0 Hybrid HW Hybrid HW Hybrid HW Hybrid HW
26  Centro Occidente  Hybrid HW Hybrid HW Hybrid HW Hybrid HW
27 Centro Pais Hybrid HW Hybrid HW Hybrid HW Hybrid HW
28 Noreste Hybrid HW Hybrid HW Hybrid HW Hybrid HW
29 Noroeste Hybrid HW Hybrid HW Hybrid HW Hybrid HW
30 Sur Sureste Hybrid HW Hybrid HW Hybrid HW Hybrid HW

También, se analizé la métrica de performance de la técnica (duracién) para ambas com-
paraciones de modelos como indican las Tablas 5-9 y 5-10.

Tabla 5-9.: Tiempos ejecucién de las mejores técnicas del modelo Forecast_Dayl vs Forecast_Day2 por

mesoregion
# Técnica Duracién (Segundos)
NNETAR 21,22
HW 8,89

19
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# Técnica

Duracién (Segundos)

Hybrid RMSE 8,64
Hybrid MAE 8,73
Hybrid MAPE 10,44

LM 18,13

HW 14,73

20  Hybrid RMSE 16,48
Hybrid MAE 16,9
Hybrid MAPE 17,01

LM 18,3

NNET 45,79

21 Hybrid RMSE 9,95
Hybrid MAE 10,79
Hybrid MAPE 10,79

LM 18,3

HW 15,14

22 Hybrid RMSE 12,39
Hybrid MAE 13,57
Hybrid MAPE 13,99
SVM_2 2224

HW 11,98

23 Hybrid RMSE 32,47
Hybrid MAE 17,86
Hybrid MAPE 13,86

LM 14,72

NNET 26,97

94 HW 9,54
Hybrid RMSE 13,36
Hybrid MAE 14,68
Hybrid MAPE 15,44

Del analisis de los tiempos se puede ver que el menor tiempo de duracion corresponde al
modelo de la técnica hibrido, seguido de HW.

Tabla 5-10.: Tiempos ejecucion de las mejores técnicas del modelo Forecast_DayHourl vs Fore-

cast_DayHour2 por mesoregion

# Técnica

Duracién (Segundos)

ARIMA 2,77

ETS 0,64

o5 HW 37,76
Hybrid RMSE 24,28
Hybrid MAE 24,28
Hybrid MAPE 24,28
Mean_6 0,19

HW 51,62

26  Hybrid RMSE 13,65
Hybrid MAE 13,65
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# Técnica

Duracién (Segundos)

Hybrid MAPE

13,65

Mean_6

0,19

LM

0,43

o7 HW

53,82

Hybrid RMSE

10,29

Hybrid MAE

10,29

Hybrid MAPE

10,29

LM

0,40

HW

52,50

28 ~Hybrid RMSE

18,27

Hybrid MAE

18,27

Hybrid MAPE

18,27

Mean_6

0,19

HW

53,78

29 Hybrid RMSE

10,68

Hybrid MAE

10,68

Hybrid MAPE

19,68

Mean_6

0,21

HW

54,22

30 Hybrid RMSE

11,64

Hybrid MAE

11,64

Hybrid MAPE

11,64

Del analisis de los tiempos se puede ver que el menor tiempo de duracién corresponde al

modelo de la técnica Mean_6, seguido de LM.

En la tercera actividad se analizaron de forma global los modelos Forecast_ALL, Fore-

cast_Dayl y Forecast_DayHourl para obtener las 2 mejores técnicas y su performance como

muestran las Tablas 5-11 y 5-12.

Tabla 5-11.: Resultados globales modelo Forecast_All, Forecast_Dayl y Forecast_DayHourl

# Mesoregién RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2
NNET
31 Forecast_All HW NNET HW SVM_2 HW LM HW SVM_2
LM
32 Forecast_Day1 HW LM HW Mean_6 HW LM HW LM
33 Forecast_DayHourl HW Mean_6 HW Mean_6 HW Mean_6 HW  Mean 6

Tabla 5-12.: Tiempos ejecucién global de las mejores técnicas de los modelos Forecast_All, Forecast_Dayl

y Forecast_DayHourl

# Técnica

Duracién (Segundos)

LM 2975,11
5, _ NNET 327,79
SVM_2 1955,74
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# Técnica Duracién (Segundos)

HW 49,10
39 LM 16,02
HW 13,10
33 Mean_6 0,19
HW 52,14

Del analisis de los tiempos se puede ver que el menor tiempo de duracion corresponde al
modelo de la técnica Mean_6, seguido de HW.

Como cuarta actividad, teniendo los resultados de la actividad 2 se compararon las mejores
técnicas de los modelos Forecast_Dayl y Forecast_DayHourl contra Forecast_Day2 y Fore-
cast_DayHour2 respectivamente, tanto en resultados como en performance, como se muestra
en la Tablas 5-13 y 5-14.

Tabla 5-13.: Resultados globables modelos

# Modelo RMSE1 RMSE2 MAE1 MAE2 MAPE1 MAPE2 Bestl Best2
Forecast_Day1l
34 Vs Hybrid HW Hybrid HW Hybrid HW Hybrid HW

Forecast_Day?2

Forecast_DayHourl
35 Vs Hybrid HW Hybrid HW Hybrid HW Hybrid HW

Forecast_DayHour2

Tabla 5-14.: Tiempos ejecucion global de las mejores técnicas de los modelo

# Técnica Duracién (Segundos)
HW 13,1
34 Hybrid RMSE 16,87
Hybrid MAE 14,99
Hybrid MAPE 14,53
HW 52,14
35 Hybrid RMSE 15,31
Hybrid MAE 15,31
Hybrid MAPE 15,31

Del analisis de los tiempos se puede ver que el menor tiempo de duraciéon corresponde al
modelo de la técnica HW, seguido de hibrido.

Como tltima actividad se procedi6 a determinar cual resulta ser el mejor modelo de todos,
clasificados por mesoregién y de forma global. Se encontré de forma contundente que el
modelo hibrido Forecast_DayHour2 ocup0 el primer lugar y el modelo hibrido Forecast_Day?2,
el segundo, para todas las métricas de error. En cuanto a los tiempos de ejecucién promedio
se encontrd que eran cercanos, 15,46 segundos y 15,31 segundos respectivamente, es decir,

sin superioridad significativa de uno sobre otro.



6. Conclusiones y recomendaciones

6.1. Introduccion

En este capitulo final se exponen las conclusiones, recomendaciones y trabajos futuros
producto de la realizacion del trabajo de investigacion.

6.2. Conclusiones

A través del desarrollo de la fase 1 donde se revisa el estado del arte se pudo determinar
que los modelos o técnicas de pronodstico mas utilizados hasta el momento son hibridos,
ANN y ARIMA independientemente de si es prondstico del corto o largo plazo. Dentro de sus
caracteristicas se observa que la mayoria de ellos usan principalmente la variable de consumo
de energia eléctrica y, particularmente para el caso del corto plazo cuando se consideran
otras variables es la variable temperatura la que se adiciona. En cambio, para largo plazo,
las variables incorporadas, por lo general, son las macroeconémicas (GDP, IMP, EXP, POP).
Las técnicas de error méas usadas para la medicion de la precision de los modelos, en orden
creciente, son MAE, RMSE y MAPE. Establecer esta base de conocimiento permitié contar
con un punto de partida para el desarrollo de la fase de diseno del modelo de prondstico del
proyecto. La sintesis de esta fase fue expuesta en el articulo de RSL Rewvision sistemdtica
de literatura sobre modelos de prondsticos de consumo de energia eléctrica fue presentado
de forma oral en el Seminario Internacional de Ciencias de la Computacion (SICC 2018) y
seleccionado para su publicacion en la Revista Ingenierias Universidad de Medellin.

En su desarrollo, el presente trabajo permitio, a través de sesiones de trabajo con los
especialistas de energia y del producto de MVM, identificar los requisitos funcionales y no
funcionales requeridos para incluirse en la plataforma de Energy Suite y servir de linea base
para el desarrollo del diseno del modelo prondsticos.

Posteriormente, se disenaron 5 modelos de prondsticos para la variable eléctrica, precio
marginal local, del mercado eléctrico mexicano para pronosticar las 48 horas siguientes. El
modelo Forecast_ALL no descompone la serie de tiempo pero evalia la mejor de las técnicas
analizadas, entre ellas HW, ARIMA, LM, entre otras. Los modelos Forescast_Day1 y Fore-
cast_Day2 descomponen la serie por tipo de dia. La diferencia entre ellos es que el primero
mide el error global para determinar una técnica mientras que el segundo modelo mide el
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error por serie para determinar la mejor técnica. Finalmente, se construyeron los modelos
Forescat_DayHourl y Forecast_DayHour2 los cuales descomponen la serie de tiempo por ti-
po de dia y por hora. Estos 2 tltimos presentan entre si las mismas diferencias que los 2
modelos anteriores. Cabe destacar que los modelos Forecast_Day2 y Forecast_DayHour2 son
los propuestos en el presenta trabajo como modelos hibridos porque son capaces tanto de
descomponer la serie de datos como de combinar técnicas. Es decir, cuentan con la capa-
cidad de determinar en el momento de entrenamiento, por medio de una métrica de error
como MAE, MAPE o RSME;, la mejor técnica individual para cada serie y en consecuencia
mejorar sustancialmente la precision de los prondsticos. Los otros 3 son menos precisos por
tener determinada la técnica por defecto sin contar como los hibridos con la posibilidad de
adaptar su configuracion en funcién de los datos propios de cada nodo. En consecuencia,
esta desventaja hace que se vuelvan menos dindmicos frente a los modelos propuestos.

Como paso final de la construcciéon de los modelos se procedié a ejecutarlos y evaluar los
resultados con el fin determinar el modelo con mejor precision en su prondstico y la relacién
rendimiento/tiempo de ejecucion clasificados por mesoregion y de forma global. Donde se
encontro de forma contundente que el modelo hibrido Forecast_DayHour2 ocupé el primer
lugar y el modelo hibrido Forecast_Day2, el segundo, para todas las métricas de error. En
cuanto a los tiempos de ejecucién promedio, se encontrd que eran cercanos, 15,46 segundos
y 15,31 segundos respectivamente, es decir, sin superioridad significativa de uno sobre otro.

Los resultados de los 5 modelos de prondsticos desarrollados fueron presentados a los es-
pecialistas de energia y del producto de MVM quienes se mostraron ampliamente satisfechos
con los resultados, tanto de precisién como de tiempos de ejecucién, del modelo hibrido
Forecast_DayHour2 dada su superioridad con respecto a los demas modelos desarrollados.
Por lo tanto, este diseno final queddé aceptado como base para el desarrollo del médulo de
pronosticos de la plataforma de Energy Suite de MVM.

Adicionalmente, superando los objetivos planteados al inicio de este trabajo de investiga-
cion, se pudo establecer una metodologia y sus respectivos artefactos para la evaluacién de
distintos modelos de prondsticos bajo el mismo set de datos.

Finalmente, puede concluirse que el objetivo general se ve logrado al haber podido propo-
ner un modelo de prondstico que puede ser incorporado a futuro a la plataforma de Energy
Suite de MVM y que permite a los suministradores calificados del MEM de México mejorar
su posicién competitiva en las operaciones de compra y venta de energia.

6.3. Recomendaciones

Para el desarrollo del médulo/producto de prondsticos que permita incluir las capacidades
analiticas a la plataforma Energy Suite de MVM se recomienda utilizar el modelo hibrido de
descomposicién por dia y hora (Forecast_DayHour2). Con respecto a las técnicas a utilizar
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en el modelo hibrido se sugiere tomar solo las 3 mejores de las 15 técnicas con el fin de
disminuir el tiempo de procesamiento de prondstico por nodo. Ademads, se debe realizar el
seguimiento a su efectividad utilizando las métricas MAE, MAPE y RMSE con el fin de ir
validando la precision del modelo. Finalmente, se recomienda que cada 6 meses se ejecute
nuevamente la metodologia resultante del proyecto de investigacién con el objetivo de validar
si las técnicas utilizadas en los modelos siguen teniendo los mismos resultados de efectividad

o si cambiaron con el fin de proceder a ajustar el modelo de la plataforma FEnergy Suite de
MVM.

6.4. Trabajos futuros

Producto del desarrollo del trabajo de investigacién se pueden proponer los siguientes
trabajos futuros, utilizando la metodologia resultante del proyecto. En primer lugar, por
ejemplo, validar con otras técnicas o modelos hibridos existentes con el fin encontrar un
modelo con mayor precision. En segundo lugar, se podrian explorar los modelos multiva-
riables. Otras lineas de investigaciéon podrian ser profundizar la calibracién de las mejores
técnicas halladas o incluso proponer otros modelos descomposicion o hibridos y comprobar
si las mejores técnicas halladas aplican para los demas dias de la semana y sus respectivas
horas. Finalmente, se podria realizar el mismo proceso de investigacion cambiando la variable
de precios marginales locales por otras variables eléctricas como, por ejemplo, consumos de

energia con el objeto de contar con otros modelos de pronéstico para la plataforma Energy
Suite de MVM.



A. Anexo: Necesidades del negocio

Prondstico de demanda (Suma de la generacion)

Es el proceso que se realiza para predecir en el tiempo el valor de la carga total de energia
eléctrica, consumos totales incluyendo pérdidas de energia, con el propdsito de realizar la
planificacién 6ptima de los recursos de generacién de distintas tecnologias, requerimientos en
redes de transmision y distribucién con el objetivo de buscar el abastecimiento de la energia
con el costo 6ptimo. Este tipo de prondstico es de interés para todos los participantes del
mercado eléctrico y las instituciones que lo involucran.

Para el largo plazo, generalmente se realiza con un horizonte de cinco a diez anos y con
una granularidad mensual. Esta informacion se utiliza principalmente para definir los planes
de expansién de transmision, distribucién y generacion, decisiones de inversion y para la
firma de contratos relacionado con el suministro de energia. Para el mediano plazo, se utiliza
un horizonte de dos o tres anos con una granularidad mensual, esta informacién también se
utiliza para definir y validar la pertinencia de los planes de expansién, planificar la operacion
del sistema interconectado buscando el minimo costo de operacion de las centrales térmicas,
costos de racionamiento y costos de embalses, y para estimar los rangos de los precios de
compra y venta de energia.

Para el corto plazo se tienen dos tipos de prondstico: uno con el horizonte de un ano y
granularidad semanal y el otro con el horizonte de una semana y con una granularidad hora-
ria. Se usa para determinar la programacién de las centrales de generacién. Adicionalmente,
este pronostico sirve para dar respuesta a un requerimiento regulatorio que a su vez sirve
para estimar los pagos por cargo de potencia en el mercado eléctrico.

Pronostico de consumos de energia

Es el proceso de predecir el valor de los consumos de energia futuros que contemplan las
cargas residenciales, industriales y comerciales con el propédsito de planificar la operacion
optima de la red y poder determinar los precios de compra y venta de energia. Este tipo de
pronostico es principalmente de interés para los comercializadores, distribuidores de energia,
generadores y el operador de red. Para el largo plazo, se utiliza un horizonte de cinco anos
con una granularidad mensual, generalmente esta informacion se requiere para planificar la
expansion de la red de distribucién.

Para el mediano plazo, contempla un horizonte mensual con granularidad diaria, esta
informacion es vital para poder planificar la operacion integrada del sistema de interconec-
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tado y la operacion regional. Ademas, también sirve como insumo para ayudar a definir la
planificacién de las compras y ventas de energia en el mercado mayorista.

Para el corto plazo, se realiza con un horizonte diario con una granularidad diaria, esta
informacion se requiere para planificar la operacién horaria del sistema interconectado y la
operaciéon regional de la red distribucién. Por otra parte, también se usa para realizar la
planificacién de las compras y ventas de energia en el mercado mayorista.

Pronostico de los precios de compra y venta de energia

Es el proceso de predecir el precio de compra y venta de la energia con el fin de maximizar
los beneficios de la organizacion que utilizara dicha informacion. Esto es vital principalmente
para los comercializadores, generadores y el operador del sistema y del mercado. Dependiendo
del pais los precios a pronosticar puede ser el precio de energia nacional o precios nodales o
precios regionales.

Para el largo y mediano plazo la informacién pronosticada se utiliza con el propdsito
de definir las estrategias comerciales e identificar el portafolio y riesgos financieros de las
empresas generadoras y comercializadoras.

Para el corto plazo se suelen requerir dos tipos de prondsticos, uno con horizonte mensual
y granularidad diaria y el otro con horizonte diario y granularidad horaria con el fin de contar
con informacién para poder negociar la compra y venta de energia, optimizar el portafolio
de comercializacién y gestionar los riesgos financieros asociados.

Pronostico de generacion

Es el proceso para predecir el comportamiento de las fuentes de energia primaria para
poder calcular la producciéon de energia futura por tipo de tecnologia con el fin de disminuir
la incertidumbre en la operacion de los sistemas eléctricos y en los precios de la energia. Esto
aplica para todo tipo de planta de generacion, es decir, edlica, solar, hidraulica, térmica y
mareomotrices.

Para el largo plazo, con un horizonte de cinco anos y mensual. Aplica para todos los
participantes del mercado eléctrico y las instituciones que lo involucran para estimar el
precio de la energia futura.

Para el mediano plazo, se suele usar un horizonte de dos anos y una granularidad mensual,
esta informacién de prondsticos es principalmente por los generadores, comercializados, el
estado e inversionistas con el fin de poder estimar la produccién de energia, el precio de com-
pra y venta de energia, los ingresos totales entre otros. Para el corto plazo, con un horizonte
diario y una granularidad horaria, principalmente los generadores, el operador del sistema,
los comercializadores y los distribuidores lo utilizan para determinar la disponibilidad espe-
rada de produccion de energia con el fin realizar el célculo del despacho econémico éptimo
de los recursos de generacion integrados.

Observacién: estos horizontes y granularidades pueden variar ligeramente acorde a las leyes
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del pais.



B. Anexo: Historias de usuario

Tabla B-1.: Historia de Usuario 1

ID HISTORIA DE | 0001

USUARIO

Historia Historia de usuario — Pronéstico de precios marginales

Rol Como empresa comercializadora de energia requiero:

Descripcion poder pronosticar los precios marginales locales en el corto plazo

Resultado con la finalidad de: contar con informacién para poder negociar la compra y

ventas de energia.

Criterio de acepta-
ciéon

1. Para el Comercializador crear la consulta en el producto Transaction /
Generacién Prondésticos.
2. Filtros:
= Concepto: Precio Marginal Local.
= Criterio: Nodo Individual, Zona de Carga, Sistema.
= Elemento.

3. La fuente de datos serd tomada de la base de datos del producto que se
carga con la informacién que publica el CENACE.

4. Se pronosticaran 2 dias en granularidad horaria.

5. Debe usar varios modelos/técnicas de prondstico y decidir pronosticar
con la mejor en funciéon del menor error.

6. Debe mostrar la matriz de entrenamiento.
7. Debe mostrar la matriz de error por cada técnica.

8. Debe mostrar la matriz con el prondstico de los nuevos individuos utili-
zando la mejor técnica.
9. Como salida se tendran varias pestanas:

= Debe mostrar la gréfica de la serie de tiempo de los datos histori-
cas.

= Debe mostrar el entrenamiento por cada técnica utilizar.

= Debe mostrar la gréafica de la serie de tiempo del prondéstico de los
nuevos individuos.

Prioridad

Alta
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Prototipo Asociado

A Web Page

<j O x Q lhtlph‘mvmlnsmhts.cw j @

Generacion de Pronbsticos

Concepto 'Preclo Marginal Locﬂ v] Criterio INodo [ndlwdua_l‘ v] Elemento [OMAN-GE-MtooaTl v] I Pronosticar J

[Serie Tiempo {Metodo 1Y Metodo 2 Msjor Pronsstico | Comparacien de metodos |

Estado

No iniciado

Estimacién (esfuer-
Z0)

3 semanas

Sprint

(Por definir — Fuera del alcance)
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Tabla B-2.: Historia de Usuario 2

ID HISTORIA DE

USUARIO 0002

Historia Historia de usuario — Consulta Ventas — Enlace Internacional

Rol Como empresa generadora de energia requiero:

Descripcion poder consultar el informe de venta enlace internacional

Resultado con la finalidad de: contar con informacién generar la oferta de energia.

Criterio de acepta-
cién

1. Para el Generador, crear la consulta en Transaction / Generacién docu-
mentos / Venta - Enlace internacional.

. Filtros:

Fecha.
Enlace Internacional.

Flujo.

Debe mostrar un dato de referencia que es Spread Base. Es un dato

de entrada almacenado en ConceptElements por enlace internacional.

Se toma siempre el ultimo disponible para el enlace. Este dato en la

consulta es modificable y debe refrescar los valores de la columna que lo

utilice.

4. Las columnas del reporte son las siguientes:

Periodo.

Capacidad del Enlace: dato de entrada almacenado en Concep-
tElements con el concepto CAPAENLA. Se toma siempre el tltimo
disponible para el enlace internacional. Este ultimo se encuentra
marcado en la tabla LoadCenters.

Pronéstico Precio Externo: dato de entrada almacenado en
ConceptElements con el concepto FOREPRICE. Se toma siempre
el dltimo disponible para el enlace.

Pronéstico Precio Interno: dato de entrada almacenado en Fo-
recast con el concepto. Se toma siempre el dltimo disponible para
el nodo del enlace internacional. Este de dato debe salir de la he-
rramienta de prondstico.

Spread: dato calculado como Prondstico del precio interno menos
FOREPRICE. Se senalan con color las celdas correspondientes a
los periodos donde la diferencia es mayor o igual al Spread Base.

Oferta internacional Energia - Energia: se toman los valores
cargados en la tabla ConceptElements para el concepto CANTI-
DAD para el enlace internacional. Estos valores son horarios para
la fecha.
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= Oferta internacional Energia - Precio: se toman los valores carga-
dos en la tabla ConceptElements para el concepto PRECOFER para el
enlace internacional. Estos son horarios para la fecha.

= Oferta internacional Potencia - Potencia: se toman los valores car-
gados en la tabla ConceptElements con el concepto CANTPOTE para
el enlace internacional. Este es un dato para el dia que va en el periodo
0.

= Oferta internacional Potencia - Precio: se toma el valor cargado en
la tabla, ConceptElements con el concepto PRECPOTE para el enlace
internacional. Este es un dato para el dia que va en el periodo 0. Se
debe calcular para todas las horas con la siguiente férmula: (Oferta CE-
NACE - Energia / Sumatoria de Oferta CENACE - Energia) * Oferta

Criterio de acepta- ] ) ] i ,
internacional Potencia — Precio para el dia-hora 0.

ciéon

= Oferta CENACE - Energia: se toma como base la cantidad de la Ofer-
ta Internacional Energia, concepto CANTIDAD, pero puede ser modifi-
cado por el usuario. Se debe almacenar con el concepto CANOFEMER.
Si se modifica debe recalcular el Precio horario de la potencia y el Precio
Energia + potencia.

= Oferta CENACE - Precio: se toma como base el precio de la Oferta
Internacional Energia, concepto PRECOFER, pero puede ser modificado
por el usuario. Se debe almacenar con el concepto PREOFEMER. Si se
modifica debe recalcular el Precio Energia 4+ Potencia.

= Oferta CENACE - Precio Energia 4+ potencia: se calcula sumando
Precio de Oferta CENACE y Precio oferta Internacional Potencia. Se
recalcula con los cambios en los valores que lo integran.

Prioridad Alta
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Prototipo Asociado
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D. Anexo: Consultas SQL Exploracion

Fuente de Informacion

Tabla D-1.: Consulta SQL 1

# Query

1 ‘ Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 2604

Objetivo

Consulta la cantidad de elementos de sistema que estan cargados en la tabla
de datos maestros.

Consulta

SELECT [Elementld] FROM [Master|.[SystemElements;

Resultado

Se identifica que al momento de ejecutar la consulta se cuentan con 2604
elementos de sistema que estan cargados en la tabla de datos maestros.

Tabla D-2.: Consulta SQL 2

# Query

2 | Tiempo Ejecucién | 00:01:26 ‘ # Registros 2600

Objetivo

Consulta la cantidad de elementos de sistema para el tipo de mercado del dia
en adelanto que actualmente tienen registros en la tabla de datos maestros y
transaccional de precios. Ademas, se calcula la cantidad de registros, su fecha
inicial y su fecha final de precios que estan cargados por elemento de sistema.

Consulta

SELECT  DISTINCT  MPL.[Elementld], = TV.[Name|, TV.[Order],
TV.[Description], TY.[Name]|, TY.[Description], COUNT(MPL. Elementld])
AS [Cantidad], MIN(MPL.[Date]) AS [Fechalnicio], MAX(MPL.[Date]) AS
[FechaFin] FROM [Transaction].[MarginalLocalPrice] MPL INNER JOIN
[Master].[SystemElements] AS Sy ON MPL.[Elementld] = Sy.[ElementId]
INNER JOIN [Master].[TypeValues] AS TV ON Sy.[Type] = TV.[Id]
INNER JOIN [Master].[Types] AS TY ON TV.[Typeld] = TY.[Id] WHE-
RE MPL.[MarketType] = 'TMerDiaA’; GROUP BY MPL.[Elementld],
TV.[Name|, TV.[Order|, TV.[Description], TY.[Name], TY.[Description];

Resultado

Se identifica que al momento de ejecutar la consulta se cuentan con 2600
elementos de sistema que estan cargados en las tablas de datos maestros y
transaccional de precios para el tipo de mercado del dia en adelanto.
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Tabla D-3.: Consulta SQL 3

# Query

3 | Tiempo Ejecucion | 00:00:00 ‘ # Registros 108

Objetivo

Consulta la cantidad de elementos de sistema de tipo Zona de Carga para el
tipo de mercado del dia en adelanto que estan cargados en la tabla de datos
maestros y transaccional de precios.

Consulta

SELECT  DISTINCT  MPL.[Elementld],  TV.[Name|, TV.[Order],
TV.[Description],  TY.[Name|, TY.[Description] =~FROM  [Transac-
tion].[MarginalLocalPrice] MPL INNER JOIN [Master].[SystemElements]
AS Sy ON MPL.[Elementld] = Sy.[Elementld] INNER JOIN [Mas-
ter].[TypeValues] AS TV ON Sy.[Type] = TV.[Id] INNER JOIN [Mas-
ter].[Types] AS TY ON TV.[Typeld] = TY.[Id] WHERE tv.[Id] = "LoadZon’
AND MPL.[MarketType] = "TMerDiaA’;

Resultado

Se identifica que al momento de ejecutar la consulta se cuentan con 108 ele-
mentos de sistema de tipo Zona de Carga que estan cargados en las tablas de
datos maestros y transaccional de precios para el tipo de mercado del dia en
adelanto.

Tabla D-4.: Consulta SQL 4

# Query

4 | Tiempo Ejecuciéon | 00:01:54 ‘ # Registros 2492

Objetivo

Consulta la cantidad de elementos de sistema de tipo Nodo para el tipo de
mercado del dia en adelanto que estan cargados en la tabla de datos maestros
y transaccional de precios.

Consulta

SELECT  DISTINCT  MPL.[Elementld],  TV.[Name|, TV.[Order],
TV.[Description],  TY.[Name|, TY.[Description] =~FROM  [Transac-
tion|.[MarginalLocalPrice] MPL INNER JOIN [Master].[SystemElements]
AS Sy ON MPL.[Elementld] = Sy.[Elementld] INNER JOIN [Mas-
ter].[TypeValues] AS TV ON Sy.[Type] = TV.[Id] INNER JOIN [Mas-
ter].[Types] AS TY ON TV.[Typeld] = TY.[Id] WHERE tv.[Id] = "ENodoSis’
AND MPL.[MarketType|] = "TMerDiaA’;

Resultado

Se identifica que al momento de ejecutar la consulta se cuentan con 2492
elementos de sistema de tipo Nodo que estan cargados en las tablas de datos
maestros y transaccional de precios para el tipo de mercado del dia en adelanto.
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Tabla D-5.: Consulta SQL 5
# Query | 5 | Tiempo Ejecucién ‘ 00:01:22 ‘ # Registros ‘ 2600
Objetivo | Consulta la cantidad de elementos del sistema para el tipo de mercado del dia
en adelanto que tienen datos en la tabla transaccional de precios.

Consulta | SELECT DISTINCT [Elementld] FROM [Transaction].[MarginalLocalPrice]
AS MPL WHERE MPL.[MarketType] = "TMerDiaA’;

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 2600
elementos del sistema que estan cargados en la tabla transaccional de precios
para el tipo de mercado del dia en adelante.

Tabla D-6.: Consulta SQL 6
# Query | 6 ‘ Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 2496
Objetivo | Consulta la cantidad de nodos que estan cargados en la tabla de datos maestros.

Consulta | SELECT [Nodeld] FROM [Master|.[Nodes];

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 2496 nodos
que estan cargados en la tabla de datos maestros.

Tabla D-7.: Consulta SQL 7
# Query | 7 | Tiempo Ejecucién ‘ 00:00:01 ‘ # Registros ‘ 2493
Objetivo | Consulta la cantidad de nodos cargados en la tabla de datos maestros y tran-
saccional de precios para el tipo de mercado del dia en adelanto.

Consulta | SELECT DISTINCT [Nodeld] FROM [Master].[Nodes] AS N INNER JOIN
[Transaction].[MarginalLocalPrice] AS M ON N.[Nodeld] = M.[ElementId]
WHERE M.[MarketType] = "TMerDiaA’;

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 2493 nodos

que estan cargados en las tablas de datos maestros y transaccional de precios
para el tipo de mercado del dia en adelanto.
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Tabla D-8.: Consulta SQL 8

# Query | 8 | Tiempo Ejecucién ‘ 00:01:18 ‘ # Registros ‘ 2493
Objetivo | Consulta la cantidad de elementos de tipo nodo cargados en la tabla de datos
maestros y transaccional de precios para el tipo de mercado del dia en adelanto.

Consulta | SELECT DISTINCT [Elementld] FROM [Transaction].[MarginalLocalPrice]
AS M INNER JOIN [Master].[Nodes] AS N ON N.[Nodeld] = M.[ElementId]
WHERE M.[MarketType] = "TMerDiaA’;

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 2493
elementos de sistema de tipo nodo que estan cargados en la tabla de datos
maestros y transaccional de precios para el tipo de mercado del dia en adelanto.

Tabla D-9.: Consulta SQL 9

# Query |9 ‘ Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 2496

Objetivo | Consulta para conocer los datos maestros basicos de los nodos disponibles.

Consulta | SELECT [Nodeld], [Name], [PlacelD], [City|, [State], [TransmissionRegion]
FROM [Master|.[Nodes];

Resultado | Se obtienen los datos maestros basicos de los 2496 nodos.

Tabla D-10.: Consulta SQL 10

# Query | 10 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 2496

Objetivo | Consulta para conocer los datos maestros basicos de los nodos y los de su zona
de carga disponibles.

Consulta | SELECT N.[Nodeld], N.[Name|, N.[PlaceID], N.[City], N.[State],
N.[TransmissionRegion] FROM [Master|.[Nodes] AS N INNER JOIN
[Master].[LoadZones] AS L ON N.[LZId] = L.[LZId];

Resultado | Se obtienen los datos maestros bésicos y de su zona de carga de los 2496 nodos.

Tabla D-11.: Consulta SQL 11

# Query | 11 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 2496

Objetivo | Consulta para conocer los datos maestros basicos de los nodos y los de su zona
de carga disponibles.

Consulta | SELECT N.[Nodeld], N.[Name|, N.[PlaceID], N.[City], N.[State],
N.[TransmissionRegion|, L.[Name|, L.[StartDate], L.[EndDate] FROM
[Master].[Nodes] AS N INNER JOIN [Master|.[LoadZones| AS L. ON N.[LZId|
= L.[LZId] INNER JOIN [Master|.[OperationTransmissionZones] AS O ON
N.[OTZId] = O.][OTZId];

Resultado | Se obtienen los datos maestros bésicos y de su zona de carga de los 2496 nodos.
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Tabla D-12.: Consulta SQL 12

# Query | 12 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 2496

Objetivo | Consulta para conocer los datos maestros basicos de los nodos, los de su zona
de carga y los de su zona de operacion de trasmision disponibles.

Consulta | SELECT N.[Nodeld], N.[Name|, N.[PlaceID], N.[City], N.[State],
N.[TransmissionRegion|, L.[Name]|, L.[StartDate|, L.[EndDate], O.[Name],
O.[StartDate], O.[EndDate] FROM [Master|.[Nodes] AS N INNER JOIN
[Master].[LoadZones] AS L ON N.[LZId] = L.[LZId] INNER JOIN [Mas-
ter].[OperationTransmissionZones] AS O ON N.[OTZId] = O.][OTZId] INNER
JOIN [Master].[DistributionZones| AS D ON N.[DZId] = D.[DZId];

Resultado | Se obtienen los datos maestros basicos, de su zona de carga y los de su zona
de operacion de trasmision de los 2496 nodos.

Tabla D-13.: Consulta SQL 13

# Query | 13 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 2496

Objetivo | Consulta para conocer los datos maestros basicos de los nodos, los de su zona
de carga y los de su zona de operacion de trasmisién disponibles.

Consulta | SELECT N.[Nodeld], N.[Name|, N.[PlaceID], N.[City], N.[State],
N.[TransmissionRegion|, L.[Name|, L.[StartDate|, L.[EndDate], O.[Name],
O.[StartDate], O.[EndDate], D.[Name], D.[StartDate], D.[EndDate] FROM
[Master].[Nodes] AS N INNER JOIN [Master|.[LoadZones| AS L. ON N.[LZId]
= L.[LZId] INNER JOIN [Master|.[OperationTransmissionZones] AS O ON
N.[OTZId] = O.[OTZId] INNER JOIN [Master].[DistributionZones| AS D
ON N.[DZId] = D.[DZId] INNER JOIN [Master].[SystemElements] AS S ON
N.[Nodeld] = S.[ElementId];

Resultado | Se obtienen los datos maestros basicos, de su zona de carga y los de su zona

de operacién de trasmision de los 2496 nodos.
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Tabla D-14.: Consulta SQL 14

# Query

14 | Tiempo Ejecucién | 00:00:00 ‘ # Registros 2392

Objetivo

Consulta para conocer los datos maestros basicos de los nodos, los de su zo-
na de carga, los de su zona de operacién de trasmision, los de sus zonas de
distribucién, los de su sistema, los de su centro de control regional, los de
su administracién de distribucién y los de su administracién de distribucién
regional disponibles.

Consulta

SELECT  N.[Nodeld], N.[Name|, N.[PlaceID], N.[City], N.[State],
N.[TransmissionRegion], N.[LoadType], N. [TensanevelType] L.[Name],
L.[StartDate], L.[EndDate], O.[Name|, O.[StartDate], [EndDate],
D.[Name|, D.[StartDate], D.[EndDate|, S.[ElementName], R.[Name]|,
R.[StartDate], R.[EndDate|, Sy.[Name]|, Sy.[TimeZone], Sy.[StartDate],
R.[EndDate], DM.[Name|, DM.[StartDate], DM.[EndDate],RT.[Name],
RT.[StartDate], RT.[EndDate] FROM [Master|.[Nodes|] AS N INNER JOIN
[Master].[LoadZones| AS L ON N.[LZId] = L.[LZId] INNER JOIN [Mas-
ter].[OperationTransmissionZones] AS O ON N.[OTZId] = O.|[OTZId] INNER
JOIN [Master|.[DistributionZones] AS D ON N.[DZId] = D.|DZId] INNER
JOIN [Master].[SystemElements] AS S ON N.[Nodeld] = S.[ElementId] INNER
JOIN [Master].[RegionalControlCenters] AS R ON L.[RCCId] = R.[RCCId]
INNER JOIN [Master].[Systems] AS Sy ON R.[Systemld] = Sy.[Systemld|
INNER JOIN [Master].[DistributionManagements] AS DM ON D.[DMId] =
DM.[DMId] INNER JOIN [Master].[Regional TransmissionManagements] AS
RT ON O.[RTMId] = RT.[RTMId];

Resultado

Se obtienen los datos maestros basicos, de su zona de carga y los de su zona
de operacion de trasmision, los de sus zonas de distribucion, los de su sistema,
los de su centro de control regional, los de su administracion de distribucién y
los de su administracion de distribucién regional de los 2392 nodos.

Tabla D-15.: Consulta SQL 15

# Query

15 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 111

Objetivo

Consulta la cantidad zona de carga que estdn cargados en la tabla de datos
maestros.

Consulta

SELECT L.[LZId], L.[Name], L.[StartDate], L.[EndDate] FROM [Mas-
ter].[LoadZones| AS L;

Resultado

Se identifica que al momento de ejecutar la consulta se cuentan con con 111
zonas de carga que estan cargados en la tabla de datos maestros.
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Tabla D-16.: Consulta SQL 16

# Query | 16 ‘ Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 109

Objetivo | Consulta para conocer los datos maestros basicos de las zonas de carga con su
centro de control regional y de su sistema.

Consulta | SELECT L.[LZId|, L.[Name]|, L.[StartDate], L.[EndDate], S.[ElementName],
R.[Name], R.[StartDate|, R.[EndDate|, Sy.[Name], Sy.[TimeZone],
Sy.[StartDate], R.[EndDate] FROM [Master|.[LoadZones] AS L INNER
JOIN [Master].[SystemElements| AS S ON L.[LZId] = S.[Elementld] INNER
JOIN [Master].[RegionalControlCenters] AS R ON L.[RCCId] = R.[RCCId]
INNER JOIN [Master|.[Systems] AS Sy ON R.[Systemld] = Sy.[Systemld];

Resultado | Se obtienen los datos maestros basicos, de su centro de control regional y de
su sistema de las 109 zonas de carga.

Tabla D-17.: Consulta SQL 17

# Query | 17 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 821

Objetivo | Consulta la cantidad de ciudades que estan cargadas en la tabla de datos
maestros relacionadas con nodos.

Consulta | SELECT DISTINCT [City] FROM [Master].[Nodes];

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 821 ciu-
dades que tienen nodos.

Tabla D-18.: Consulta SQL 18

# Query | 18 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 821

Objetivo | Consulta la cantidad de nodos por ciudades que estdn cargados en la tabla de
datos maestros.

Consulta | SELECT DISTINCT [City], COUNT([Nodeld]) AS [Cantidad_Nodos] FROM
[Master].[Nodes] GROUP BY [City] ORDER BY [City];

Resultado | Se identifican la cantidad de nodos por ciudad.

Tabla D-19.: Consulta SQL 19

# Query | 19 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 34

Objetivo | Consulta la cantidad de estados que estan cargados en la tabla de datos maes-
tros relacionadas con nodos.

Consulta | SELECT DISTINCT [State] FROM [Master].[Nodes];

Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 34 estados

que tienen nodos.
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Tabla D-20.: Consulta SQL 20

# Query | 20 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 34
Objetivo | Consulta la cantidad de nodos por estados que estan cargados en la tabla de
datos maestros.
Consulta | SELECT DISTINCT [State], COUNT([Nodeld]) AS [Cantidad_Nodos] FROM
[Master].[Nodes] GROUP BY [State] ORDER BY [State];
Resultado | Se identifican la cantidad de nodos por estado.
Tabla D-21.: Consulta SQL 21
# Query | 21 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 9
Objetivo | Consulta la cantidad de niveles de tensién que estan cargados en la tabla de
datos maestros relacionadas con nodos.
Consulta | SELECT DISTINCT [TensionLevelType] FROM [Master|.[Nodes];
Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 9 niveles
de tension que tienen nodos.
Tabla D-22.: Consulta SQL 22
# Query | 22 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 9
Objetivo | Consulta la cantidad de nodos por nivel de tensién que estan cargados en la
tabla de datos maestros.
Consulta | SELECT DISTINCT [TensionLevelType], COUNT([Nodeld]) AS [Canti-
dad_-Nodos] FROM [Master].[Nodes] GROUP BY [TensionLevelType] ORDER
BY [TensionLevel Type];
Resultado | Se identifican la cantidad de nodos por nivel de tension.
Tabla D-23.: Consulta SQL 23
# Query | 23 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 110
Objetivo | Consulta la cantidad de zonas de carga que estan cargados en la tabla de datos
maestros relacionadas con nodos.
Consulta | SELECT DISTINCT [LZId] FROM [Master].[Nodes];
Resultado | Se identifica que al momento de ejecutar la consulta se cuentan con 110 zonas

de carga que tienen nodos.
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Tabla D-24.: Consulta SQL 24

# Query | 24 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 110

Objetivo | Consulta la cantidad de nodos por zona de carga que estan cargados en la
tabla de datos maestros.

Consulta | SELECT DISTINCT N.[LZId], L.[Name], COUNT([Nodeld]) AS [Canti-
dad_Nodos] FROM [Master].[Nodes] AS N INNER JOIN [Master|.[LoadZones]
AS L ON N.[LZId] = L.[LZId] GROUP BY N.[LZId|, L.[Name] ORDER BY
N.[LZId];

Resultado | Se identifican la cantidad de nodos por zona.

Tabla D-25.: Consulta SQL 25

# Query | 25 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 821

Objetivo | Consulta las estadisticas basicas para mirar la calidad de la informacion de los
nodos por ciudad.

Consulta | SELECT DISTINCT [City], [Nodeld], COUNT([Id]) AS [Cantidad_Registros],
MIN([Date]) AS [Fechalnicio], MAX([Date]) AS [FechaFin] FROM [Mas-
ter].[Nodes] AS N INNER JOIN [Transaction].[MarginalLocalPrice] AS MPL
ON N.[Nodeld] = MPL.[Elementld] WHERE [MarketType|] = "TMerDiaA’
GROUP BY [City], [Nodeld] ORDER BY [City];

Resultado | Se identifican las estadisticas basicas de los registros de los nodos por ciudad.

Tabla D-26.: Consulta SQL 26

# Query | 26 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 34

Objetivo | Consulta las estadisticas basicas para mirar la calidad de la informacion de los
nodos por estados.

Consulta | SELECT DISTINCT [State], [Nodeld], COUNT([Id]) AS [Canti-
dad_Registros|, MIN([Date]) AS [Fechalnicio], MAX([Date]) AS [Fe-
chaFin] FROM [Master].[Nodes] AS N INNER JOIN [Transac-
tion].[MarginalLocalPrice] AS MPL ON N.[Nodeld] = MPL.[Elementld|
WHERE [MarketType] = "TMerDiaA” GROUP BY [State], [Nodeld] ORDER
BY [State];

Resultado | Se identifican las estadisticas basicas de los registros de los nodos por estado.
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Tabla D-27.: Consulta SQL 27

# Query | 27 | Tiempo Ejecucion ‘ 00:00:00 ‘ # Registros ‘ 9

Objetivo | Consulta las estadisticas basicas para mirar la calidad de la informacion de los
nodos por nivel de tension.

Consulta | SELECT DISTINCT [TensionLevelType|, [Nodeld], COUNT([Id]) AS
[Cantidad_Registros|, MIN([Date]) AS [Fechalnicio], MAX([Date]) AS
[FechaFin] FROM [Master|.[Nodes] AS N INNER JOIN [Transac-
tion].[MarginalLocalPrice] AS MPL ON N.[Nodeld] = MPL.[ElementId]
WHERE [MarketType] = 'TMerDiaA’ GROUP BY [TensionLevelType],
[Nodeld] ORDER BY [TensionLevelType];

Resultado | Se identifican las estadisticas basicas de los registros de los nodos por nivel de
tension.

Tabla D-28.: Consulta SQL 28

# Query | 28 | Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 110

Objetivo | Consulta las estadisticas basicas para mirar la calidad de la informacion de los
nodos por zonas de carga.

Consulta | SELECT DISTINCT N.[LZId], L.[Name], [Nodeld], COUNT([Id]) AS
[Cantidad_Registros|, MIN([Date]) AS [Fechalnicio], MAX([Date]) AS
[FechaFin] FROM [Master|.[Nodes] AS N INNER JOIN [Transac-
tion].[MarginalLocalPrice] AS MPL ON N.[Nodeld] = MPL.[ElementId]
INNER JOIN [Master].[LoadZones] AS L. ON N.[LZId] = L.[LZId]| WHERE
[MarketType] = 'TMerDiaA’ GROUP BY N.[LZId|, L.[Name], [Nodeld]
ORDER BY N.[LZId];

Resultado | Se identifican las estadisticas basicas de los registros de los nodos por zona de
carga.

Tabla D-29.: Consulta SQL 29

# Query | 29 ‘ Tiempo Ejecucién ‘ 00:00:00 ‘ # Registros ‘ 34

Objetivo | Consulta las estadisticas basicas para mirar la calidad de la informacion de los
nodos por estados con el objetivo de completarlo con la regién y mesoregion.

Consulta | SELECT N.[Nodeld], N.[State], COUNT(MPL.[Id]) AS [Cantidad_Registros],
MIN(MPL.[Date|) AS [Fechalnicio], MAX(MPL.[Date]) AS [FechaFin] FROM
[Master].[Nodes] AS N INNER JOIN [Transaction|.[MarginalLocalPrice] AS
MPL ON N.[Nodeld] = MPL.[Elementld] WHERE [MarketType|] = "TMer-
DiaA” GROUP BY N.[Nodeld], N.[State] ORDER BY N.[State], N.[Nodeld];

Resultado | Se identifican las estadisticas basicas de los registros de los nodos por estado.
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D Anexo: Consultas SQL Exploracién Fuente de Informacién

Tabla D-30.: Consulta SQL 30

# Query

30 | Tiempo Ejecucién ‘ 00:00:18 ‘ # Registros ‘ 19439

Objetivo

Consulta para obtener el dataset para la calibracion de los modelos de prondsti-
COS.

Consulta

SELECT Year(T.[Date]) AS [Year|, Month(T.[Date]) AS [Month],
Day(T.[Date]) AS [Day|, T.[Period], DATEPART(WEEKDAY,T.Date])
AS [WeekDay|, T.[Elementld] AS [Element|, CAST(T.Value AS FLOAT)
AS [Value] FROM [Transaction].[MarginalLocalPrice] AS T WHERE
T.[Elementld] = '01AAP-85" AND T.[MarketType] = '"TMerDiaA’ AND
T.[Version] = 0 AND T.[Date| j= 20180417,

Resultado

Se obtienen los datos histéricos del precio marginal local del nodo '01AAP-85’.

Tabla D-31.: Consulta SQL 31

# Query

31 | Tiempo Ejecucién ‘ 00:02:15 ‘ # Registros ‘ 2473

Objetivo

Consulta final con todos los nodos con los cuales se procedera a realizar el
muestreo aleatorio por mesoregion.

Consulta

SELECT DISTINCT N.[Nodeld], N.[State], N.LzId], COUNT([Id))
AS [Cantidad_Registros], MIN([Date]) AS [Fechalnicio], MAX([Date])
AS [FechaFin] FROM [Master|.[Nodes] AS N INNER JOIN [Transac-
tion].[MarginalLocalPrice] AS MPL ON N.[Nodeld] = MPL.[ElementId]
INNER JOIN [Master].[LoadZones] AS L ON N.[LZId] = L.[LZId] WHERE
[MarketType| = "TMerDiaA” AND [Nodeld] NOT IN ("05POE-115’, "06CDU-
115", "06EAP-138’, "06LAA-138’, "06RRD-138’, 06 TNM-400’, "08BEL-115’,
'07TEDA-115", ’07ACU-115", ’07SAZ-115’, ’04GYC-230°, ’'04TCG-115’,
05CMF-1157, 05PH2-115, "01PMX-115 ’, '01ATC-69, '07ELP-230", "07ASJ-
1157, "07TWIS-230’, "02DIN-69’, '03VRT1115’, ’03BCD-115", '02VMN-230",
'03VRT2115’, ’07TJD-69’, '07TJI-69’, '07FLO-69’, '07RSI-69’, ’02BPP-
115') GROUP BY N.[Nodeld], N.[State], N.[LZId] ORDER BY N.[State],
N.[Nodeld];

Resultado

Se obtiene el listado de nodos depurados a muestrear.
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Tabla D-32.: Consulta SQL 32

# Query

32 | Tiempo Ejecucién | 00:00:00 ‘ # Registros Variable

Objetivo

Consulta la informacién histérica de cada nodo muestreado, a través del
parametro VariableNodo, con el objetivo de generar el archivo de tipo CSV
que se utilizara para procesar con los modelos propuestos.

Consulta

SELECT  Year(T.[Date]) AS [Year|, Month(T.[Date]) AS [Month],
Day(T.[Date]) AS [Day|, T.[Period|, DATEPART(WEEKDAY,T.[Date|)
AS [WeekDay|, T.[Elementld] AS [Element], CAST(T.Value AS FLOAT)
AS [Value] FROM [Transaction|.[MarginalLocalPrice] AS T WHERE
T.[Elementld] = VariableNodo AND T.[MarketType] = "TMerDiaA’ AND
T.[Version] = 0 AND T.[Date| j= 20180814";

Resultado

Generacion de archivos de tipo CSV con la informacion histérica de cada cado
seleccionado en el muestreo de forma aleatoria.




E. Anexo: Resultados script R de
muestreo

Tabla E-1.: Tabla muestreo - Cantidad nodos a procesar

Concepto N n995 n9910 n955 n9510 n905 n90.10
Estado 2473 2155 1582 1972 1276 1827 1073
Zona de Carga 2473 2348 2052 2265 1839 2191 1672
Region 2473 1654 860 1345 593 1137 456
Mesoregién 2473 1410 637 1084 421 883 316
Donde,

= N: tamano de la poblacién de nodos depurados.

= 1n.99_5: tamano de la muestra poblacional con una confiabilidad del 99% y un error
del 5%.

= 1n.99_10: tamano de la muestra poblacional con una confiabilidad del 99 % y un error
del 10 %.

= 1n_95.5: tamano de la muestra poblacional con una confiabilidad del 95% y un error
del 5 %.

= 1n.95_10: tamano de la muestra poblacional con una confiabilidad del 95% y un error
del 10 %.

= 1n.90_5: tamano de la muestra poblacional con una confiabilidad del 90% y un error
del 5 %.

= 1n.90_10: tamano de la muestra poblacional con una confiabilidad del 90 % y un error
del 10 %.

Tabla E-2.: Tabla muestreo - Estimacién tiempo procesamiento (dias)
Concepto t 995 t99.10 t955 t95.10 t905 t.90.10

Estado 179,58 131,83 164,33 106,33 152,25 89,41
Zona de Carga 105,67 171,00 188,75 153,25 182,58 139,33
Regién 137,83 71,66 112,08 4941 9475 38,00

Mesoregion 117,50 53,08 90,33 35,08 73,58 26,33
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Donde,

= N: tamano de la poblacién de nodos depurados.

= £.99.5: tiempo requerido en dias para procesar el tamano de la muestra poblacional
con una confiabilidad del 99 % y un error del 5 %.

= tiempo requerido en dias para procesar el tamano de la muestra poblacional con una
confiabilidad del 99 % y un error del 10 %.

= t.95.5: tiempo requerido en dias para procesar el tamano de la muestra poblacional
con una confiabilidad del 95 % y un error del 5 %.

= £.95_10: tiempo requerido en dias para procesar el tamano de la muestra poblacional
con una confiabilidad del 95% y un error del 10 %.

= £.90_5: tiempo requerido en dias para procesar el tamano de la muestra poblacional
con una confiabilidad del 90 % y un error del 5 %.

= £.90_10: tiempo requerido en dias para procesar el tamano de la muestra poblacional
con una confiabilidad del 90 % y un error del 10 %.



F. Anexo: Mejor calibracion por modelo

y técnica

Tabla F-1.: Parametros de calibracién de las técnicas utilizadas en los modelos

# Técnica Descripciéon Técnica Calibracion
P dio de los ulti 3
1  Mean_3 romedio de 105 oS No se calibré.
meses.
P dio de los ulti 6
2 Mean_6 romedio de 105 Tmos No se calibré.
meses.
P edio de los ultimos 9 o,
3 Mean 9 rom ! No se calibro.
meses.
P dio de los ultimos 12
4 Mean_12 romedio. e o8 wiimos No se calibré.
meses.
Modelo de regresiéon lineal
5 LM que utilizé la parametrizacion No se calibré.
de ecuacion trend + season.
Se calibré utilizando la funcién auto.arima pa-
6 ARIMA Modelo arima (Box-Jenkins). ra obtener determinar sus pardmetros de for-
ma automatica.
Se probaron las siguientes 6 calibraciones para
los pardmetros p (Number of non-seasonal lags
used as inputs) y P (Number of seasonal lags)
1. Parametro p y P automaticos.
Modelo de red neuronal de ti- 2. Pardmetro p automaticoy P = 2.
7 NNETAR po feed-forward con una sola i} o
3. Parametro p automatico y P = 4.
capa oculta.
4. Parametro p automéatico y P = 6.
5. Pardmetrop =2y P = 0.
6. Pardmetrop =4y P = 0.
Modelo d cio de estado
8 ETS odeto de espact Se calibré de forma automaética.

de suavizado exponencial.
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# Técnica

Descripcion Técnica

Calibracién

Modelo de red neuronal (de

Se probaron las siguientes 5 calibraciones mo-
dificando la cantidad de entradas lags y el res-
to de los parametros se configuraron asi: size =
3 (number of units in the hidden layer), skipt
= T (switch to add skip-layer connections
from input to output), maxit = 10* (maximum
number of iterations), decay = 1072 (parame-
ter for weight decay), trace = F (switch for
tracing optimization) y linout = T (switch for

9 NNET tipo regresién) con una sola . .
linear output units)
capa oculta y capas salto.
1. Parametro entradas lags: 10.
2. Parametro entradas lags: 2.
3. Parametro entradas lags: 4.
4. Parametro entradas lags: 6.
5. Parametro entradas lags: 8.
Se probaron las siguientes 67 calibraciones mo-
dificando los pardmetros k (The k parameter
in KNN regression) y lags (the lags used as
autoregressive variables) y dejando el pardme-
tro msas (A string indicating the Multiple Step
Ahead Strategy used when more than one value
is predicted) con el valor recursive.
1. Parametro k y lags automaéticos.
Parametro k = 1 y lags = 2.
Pardametro k = 1 y lags = 4.
Parametro k = 1 y lags = 6.
10 KNN Modelo de KNN de tipo re- Parametro k = 1 y lags = 8.

gresion.

Pardmetro k = 1 y lags = 10.
Parametro k = 1 y lags = 12.

Parametro k = 3 y lags = 2.

R N A o

Pardmetro k = 3 y lags = 4.

10. Parametro k = 3 y lags = 6.
11. Parametro k = 3 y lags = 8.
12. Parametro k = 3 y lags = 10.
13. Pardmetro k = 3 y lags = 12.
14. Parametro k = 5 y lags = 2.
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# Técnica  Descripcién Técnica Calibracion

15. Pardametro k = 5 y lags = 4.
16. Parametro k = 5 y lags = 6.
17. Pardametro k = 5 y lags = 8.
18. Parametro k = 5 y lags = 10.
19. Parametro k = 5 y lags = 12.
20. Parametro k = 7 y lags = 2.
21. Pardmetro k = 7 y lags = 4.
22. Parametro k = 7 y lags = 6.
23. Parametro k = 7 y lags = 8.
24. Pardametro k = 7 y lags = 10.
25. Parametro k = 7 y lags = 12.
26. Parametro k = 9 y lags = 2.
27. Parametro k = 9 y lags = 4.
28. Parametro k = 9 y lags = 6.
29. Parametro k = 9 y lags = 8.

Modelo de KNN de tipo re- 30. Parametro k = 9 y lags = 10.

10 KNN .
gresion.

31. Pardmetro k = 9 y lags = 12.
32. Parametro k = 11 y lags = 2.
33. Parametro k = 11 y lags = 4.
34. Parametro k = 11 y lags = 6.
35. Parametro k = 11 y lags = 8.
36. Parametro k = 11 y lags = 10.
37. Parametro k = 11 y lags = 12.
38. Parametro k = 13 y lags = 2.
39. Parametro k = 13 y lags = 4.
40. Pardmetro k = 13 y lags = 6.
41. Pardmetro k = 13 y lags = 8.
42. Pardmetro k = 13 y lags = 10.
43. Pardmetro k = 13 y lags = 12.
44. Pardmetro k = 15 y lags = 2.
45. Pardametro k = 15 y lags = 4.
46. Pardmetro k = 15 y lags = 6.
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# Técnica

Descripcion Técnica

Calibracién

Modelo de KNN de tipo re-

47. Pardmetro k = 15 y lags = 8.
48. Parametro k = 15 y lags = 10.
49. Pardmetro k = 15 y lags = 12.
50. Parametro k = 17 y lags = 2.
51. Parametro k = 17 y lags = 4.
52. Parametro k = 17 y lags = 6.
53. Pardmetro k = 17 y lags = 8.
54. Parametro k = 17 y lags = 10.
55. Parametro k = 17 y lags = 12.

56. Parametro k = 19 y lags = 2.

10 KNN gresion. 57. Parametro k = 19 y lags = 4.
58. Parametro k = 19 y lags = 6.
59. Pardametro k = 19 y lags = 8.
60. Parametro k = 19 y lags = 10.
61. Parametro k = 19 y lags = 12.
62. Parametro k = 21 y lags = 2.
63. Pardmetro k = 21 y lags = 4.
64. Parametro k = 21 y lags = 6.
65. Parametro k = 21 y lags = 8.
66. Parametro k = 21 y lags = 10.
67. Parametro k = 21 y lags = 12.
Se probaron las siguientes 32 calibraciones mo-
dificando los pardmetros kernel (the kernel
used in training and predicting), cost (cost of
constraints violation), gamma (parameter nee-
11 SVM.I Modelo de SVM de tipo re- ded for all kernels except linear) y degree (pa-

gresion.

rameter needed for kernel of type polynomial)
y dejando el pardmetro type = eps-regression
(sum can be used as a classification machine,
as a regression machine, or for novelty detec-
tion)
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# Técnica  Descripcién Técnica Calibracion

1. Pardmetro: kernel = radial, cost =1y
gamma = (0.01.

2. Parametro: kernel = radial, cost = 1y
gamma = (.1.

3. Parametro: kernel = radial, cost =1y
gamma = 1.

4. Parametro: kernel = radial, cost = 1y
gamma = 10.

5. Parametro: kernel = radial, cost =1y
gamma 100.

6. Parametro: kernel = radial, cost = 100
y gamma = 0.01.

7. Pardmetro: kernel = radial, cost = 100
y gamma = 0.1.

8. Parametro: kernel = radial, cost = 100
y gamma = 1.

9. Pardmetro: kernel = radial, cost = 100
Modelo de SVM de tipo re- y gamma = 10.

11 SVM_1 .
gresion.

10. Parametro: kernel = radial, cost = 100
y gamma = 100.

11. Pardmetro: kernel = radial, cost = 500
y gamma = 0.01.

12. Parametro: kernel = radial, cost = 500
y gamma = 0.1.

13. Pardametro: kernel = radial, cost = 500
y gamma = 1.

14. Parametro: kernel = radial, cost = 500
y gamma = 10.

15. Pardametro: kernel = radial, cost = 500
y gamma = 100.

16. Parametro: kernel = radial, cost = 1000
y gamma = 0.01.

17. Parametro: kernel = radial, cost = 1000
y gamma = 0.1.

18. Parametro: kernel = radial, cost = 1000
y gamma = 1.
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# Técnica

Descripcion Técnica

Calibracién

Modelo de SVM de tipo re-

19. Pardametro: kernel = radial, cost = 1000
y gamma = 10.

20. Parametro: kernel = radial, cost = 1000
y gamma = 100.

21. Pardametro: kernel = radial, cost = 5000
y gamma = 0.01.

22. Parametro: kernel = radial, cost = 5000

y gamma = 0.1.

23. Parametro: kernel = radial, cost = 5000
y gamma = 1.

24. Parametro: kernel = radial, cost = 5000

y gamma = 10.

25. Pardametro: kernel = radial, cost = 5000
y gamma = 100.

11 SVM_1 .
Bresion. 26. Parametro: kernel = radial, cost =
10000 y gamma = 0.01.
27. Pardmetro: kernel = radial, cost =
10000 y gamma = 0.1.
28. Parametro: kernel = radial, cost =
10000 y gamma = 1.
29. Pardmetro: kernel = radial, cost =
10000 y gamma = 10.
30. Parametro: kernel = radial, cost =
10000 y gamma = 100.
31. Pardametro: kernel = linear, cost = 100
y gamma = 100.
32. Parametro: kernel = polynomial, cost
= 100 y gamma = 100 y degree = 2.
Se probaron las siguientes 33 calibraciones mo-
dificando los pardmetros kernel (the kernel
used in training and predicting), cost (cost of
Modelo de SVM de tipo re- Zozimmltlskviolm;ion), ginll.ma (?arczlnezetzg 7(’1,66—
ed for all kernels except linear T a-
12 SVM.2 gresién usando de entrada P v a8 P

una matriz de lags.

rameter needed for kernel of type polynomial)
y la cantidad de lags de entrada y dejando el
pardmetro type = eps-regression (svm can be
used as a classification machine, as a regres-
sion machine, or for novelty detection)
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# Técnica  Descripcién Técnica Calibracion

1. Pardmetro: kernel = radial, cost =
10000 y gamma = 10 y todos los lags.

2. Parametro: kernel = radial, cost = 1y
gamma = 0.01 y lags = 4.

3. Parametro: kernel = radial, cost =1y
gamma = 0.1 y lags = 4.

4. Parametro: kernel = radial, cost = 1y
gamma = 1 y lags = 4.

5. Parametro: kernel = radial, cost =1y
gamma 10 y lags = 4.

6. Parametro: kernel = radial, cost = 1y
gamma 100 y lags = 4.

7. Pardmetro: kernel = radial, cost = 100
y gamma = 0.01 y lags = 4.

8. Parametro: kernel = radial, cost = 100
y gamma = 0.1 y lags = 4.

9. Pardmetro: kernel = radial, cost = 100

y gamma = 1 y lags = 4.
Modelo de SVM de tipo re-

12 SVM.2 gresién usando de entrada 10. Parametro: kernel = radial, cost = 100

una matriz de lags. y gamma 10 y lags = 4.

11. Pardmetro: kernel = radial, cost = 100

y gamma 100 y lags = 4.

12. Parametro: kernel = radial, cost = 500
y gamma = 0.01 y lags = 4.

13. Parametro: kernel = radial, cost = 500
y gamma = 0.1 y lags = 4.

14. Parametro: kernel = radial, cost = 500
y gamma = 1 y lags = 4.

15. Pardametro: kernel = radial, cost = 500

y gamma 10 y lags = 4.

16. Parametro: kernel = radial, cost = 500
y gamma 100 y lags = 4.

17. Parametro: kernel = radial, cost = 1000
y gamma = 0.01 y lags = 4.

18. Parametro: kernel = radial, cost = 1000
y gamma = 0.1 y lags = 4.

19. Pardametro: kernel = radial, cost = 1000
y gamma = 1 y lags = 4.



123

# Técnica

Descripcion Técnica

Calibracién

Modelo de SVM de tipo re-

20. Pardametro: kernel = radial, cost = 1000
y gamma 10 y lags = 4.

21. Parametro: kernel = radial, cost = 1000
y gamma 100 y lags = 4.

22. Parametro: kernel = radial, cost = 5000
y gamma = 0.01 y lags = 4.

23. Parametro: kernel = radial, cost = 5000
y gamma = 0.1 y lags = 4.
24. Parametro: kernel = radial, cost = 5000

y gamma = 1 y lags = 4.

25. Parametro: kernel = radial, cost = 5000

y gamma 10 y lags = 4.

26. Parametro: kernel = radial, cost = 5000
y gamma 100 y lags = 4.

12 SVM.2 gresmnt l_lsa(?d(l) deentrada 27. Parametro: kernel = radial, cost =
1na matnz ¢e tags. 10000 y gamma = 0.01 y lags = 4.
28. Pardmetro: kernel = radial, cost =
10000 y gamma = 0.1 y lags = 4.
29. Parametro: kernel = radial, cost =
10000 y gamma = 1 y lags = 4.
30. Pardmetro: kernel = radial, cost =
10000 y gamma 10 y lags = 4.
31. Parametro: kernel = radial, cost =
10000 y gamma 100 y lags = 4.
32. Parametro: kernel = linear, cost = 1y
gamma 0.01 y lags = 4.
33. Parametro: kernel = polynomial, cost
=1y gamma 0.01, lags = 4 y degree =
2.
Se probaron las siguientes 7 calibraciones mo-
ifi 1 A N
Modelo de 1égica difusa acor- dlt)c and(()TZS parametr(;s r)l ( dumbeg Oé.fuizy
n .
13 FUZZY_1 de al método Abbasov y Ma- set), W ¢ W parameter) y Cejando fjo o8

nedova.

pardmetros C = 0.01 (A optional constant) y
type = Abbasov-Mamedova (Model is choosed
to predicts time series by fuzziness).



124 F Anexo: Mejor calibracién por modelo y técnica

# Técnica  Descripcién Técnica Calibracion

1. Parametro:n =5y w = 5.
Pardametro:n =2y w = 2.
Pardmetroon =4y w = 2.

Modelo de légica difusa acor-
13 FUZZY_1 de al método Abbasov y Ma-

nedova.

Pardmetro: n =6y w = 2.
Pardmetro: n = 8y w = 2.

Pardmetro:n = 10 y w = 2.

NS o e N

Pardmetro: n = length (serie_datos) - 5
yw=2.

Nota: En el articulo [219] se recomienda que
el mejor valor para w es 2.

Se probaron las siguientes 7 calibraciones mo-
dificando los pardmetros n (Number of fuzzy
set), w (The w parameter) y dejando fijo los
pardmetros C = 0.01 (A optional constant) y
type = NTFS (Model is choosed to predicts
time series by fuzziness).

1. Parametro:n =5y w = 5.

2. Pardmetroon =2y w = 2.
Modelo de légica difusa acor-
14 FUZZY 2 . A in = = 2.
de al método NTFS. 3. Pardmefro:n =4y w =2
4. Parametroon =6y w = 2.
5. Pardmetro:n =8y w = 2.
6. Parametro:n =10y w = 2.
7. Pardmetro: n = length (serie_datos) - 5
yw=2.
Nota: En el articulo [219] se recomienda que
el mejor valor para w es 2.
La calibracion se realizé con un algoritmo de
15 HW Modelo Holt-Winters. fuerza bruta que busca la mejor combinacién

de los 3 parametros alpha, betha y gamma del
modelo.
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